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Damage caused by sudden and specific loads such as earthquakes causes undesirable 

changes in structural performance. Therefore, in recent years need for methods to 

identify damage in structures feel more than ever. Therefore, finding ways to identify 

damages and their location is one of the issues that has always been discussed in civil, 

mechanical, and aerospace engineering. The main idea in most of these methods is to 

use the responses that the structure gives to external factors based on the assumptions 

available, in most of these studies structures are considered as a dynamic system with 

unique mass, stiffness, and damping which in the case of structural damage, these 

parameters change and reflect changes in the structural responses. This response is 

often in the form of time signals containing structural properties that can be extracted 

and used to detect potential damage by examining them. The increasing advancement 

of machine learning science has not only provided the conditions for the improvement 

of engineering sciences but it has been such that today it is the computers that often 

do the most important calculations, One of the most widely used methods today is 

deep convolutional neural networks to detect the properties mentioned in structural 

signals. This paper attempts to design a one-dimensional convoluted network to detect 

a healthy state from unhealthy in which we investigate the effect of the normalizer 

function on the pre-processing phase is attempted and the effect of Stochastic 

decreasing gradient and Adam (two optimization functions) on the network learning 

process is also investigated. To evaluate the capability of the proposed method, data 

from the Yong cable bridge in China were used. Finally, it can be concluded that the 

results show satisfactory, accurate, and fast one-dimensional deep neural network 

(convolution) performance in the diagnosis of an unhealthy state. 
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 چکیده
شود لذا در در عملکرد آن  ینامطلوب راتییتغ  جادیدر طول عمر سازه ممکن است باعث ا ییهابیآس ای یناگهان یهایاز بارگذار یناش یهابیبروز آس

رخداد  ییجهت شناسا ییهابه روش یابیدست رونی. ازاشودیاحساس م شیاز پ شیها بدرآن بیآس ییجهت شناسا ییهابه روش ازین  ریاخ یهاسال

ها روش نیدر اکثر ا یاصل دهیو هوافضا مطرح بوده است. ا کیعمران، مکان یاست که همواره در مهندس یاز موضوعات یکی بیمحل آس افتنیو 

 ستمیس کی عنوانمطالعات سازه به نیدر اغلب ا دهد،یم یرونیموجود به عوامل ب یهافرضشیاست که سازه بر اساس پ ییهااستفاده از پاسخ

خود را در  راتییتغ نیو ا شوندیمواجه م رییپارامترها با تغ نیا بی. و در صورت آسشودیدر نظر گرفته م کتای ییرایو م یبا جرم، سخت یکینامید

 یم خراجاست گنالیس لیسازه است که با تحل یکینامید اتیخصوص یحاو ،یزمان یهاگنالیصورت سها بهپاسخ نی. ادهدینشان م سازه یهاپاسخ

 ایمه یعلوم مهندس شرفتیپ یرا برا طینه تنها شرا نیماش یریادگیروزافزون علم  شرفتیشود. پ یها  بهره گرفته ماز آن بیآس صیشوند و در تشخ

از  یکی ،هستند که اغلب محاسبات مهم را بر عهده خواهند داشت وترهایکامپ نیبوده است که امروزه ا یابه گونه شرفتیپ نیا کرده است بلکه

 یهاگنالیذکر شده در س اتیخصوص صیمنظور تشخکانولوشن به  یعصب یهاموردتوجه قرارگرفته است استفاده از شبکه اریکه امروزه بس ییهاروش

شود، علاوه بر آن اثر تابع  یحالت سالم از ناسالم طراح صیجهت تشخ یبعدکی کانولوشن یشده است تا شبکه یمقاله سع نیا در. سازه است

 تیاست. درنهاقرار گرفته یموردبررس زیآموزش شبکه ن ندیو آدام در فرآ یکاهش انیگراد سازنهیداده و اثر دو تابع به پردازششیساز در فاز پنرمال

حالت سالم از  صیدر تشخ یبعدکیکانولوشن  قیعم یروش شبکه عصب عیو سر قیبخش، دق تیاز عملکرد رضا یحاک جیکرد که نتا انیب توانیم
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 مقدمه -1

تواند ها میهایی که آسیب دیدن هرکدام از آنکنند، سازهای و... نقش بسزایی در زندگی بشر امروز ایفا میپل، سد، نیروگاه هسته

از این رو پایش سلامت این سازه ها از اهمیت بسیاری برخوردار است. اما آنچه اهمیت دارد  ی جانی و اقتصادی شود.منجر به صدمات عمده

ها، جزئیات و های آنهاست. چراکه با توجه به ابعاد و پیچیدگیافزایش دقت و سرعت و به طور همزمان کاهش هزینه پایش این سازه

گر بررسی سلامت این سازه ها باید به صورت مداوم انجام گیرد در نتیجه نیاز پارامترهای مختلفی برای پایش باید بررسی شوند. از سوی دی

 به سیستمی با کارایی و سرعت بالا که دقت بیشتر و هزینه ای کمتر از کنترل کننده های انسانی دارد بیشتر احساس می شود.

بیشتر  1های مبتنی بر ارتعاش سازهروزه روشتاکنون روشهای متعددی برای پایش سلامت سازه ها ارائه شده اند. با این حال ام

مورد توجه محققین قرار گرفته اند. این روشها عمدتا از فرکانس طبیعی ارتعاش، شکل مودی، تقعر مودها، پردازش سیگنال و یا هوش 

مدل سازی روابط به  مصنوعی استفاده می کنند. از میان روشهای هوش مصنوعی، شبکه های عصبی مصنوعی به علت سرعت بالا و قابلیت

 .[1]صورت غیرخطی تاکنون در بسیاری از تحقیقات مورد استفاده قرا گرفته اند

از شبکه عصبی مصنوعی برای شناسایی خسارت المانهای سازه استفاده کردند. آنها از فرکانس ها و شکل  2باکاری و همکاران

شبکه عصبی و الگوریتمهای  3. گومز و همکاران [2]مودهای سازه به عنوان ورودی و از مدول یانگ به عنوان خروجی شبکه استفاده کردند

ی شناسایی خسارت به کار بردند. آنها همچنین با استفاده از تکنیک تصمیم گیری فازی توانستند خسارات را با دقت بالا بهینه سازی را برا

با استفاده از شبکه عصبی توانستند مقدار و محل آسیب را در یک سازه ماهیگیری شناسایی کنند. آنها  0. جین و همکاران[3]شناسایی کنند

این شبکه را برای بارگذاری های مختلف امواج دریا و سناریوهای مختلف آسیب آموزش دادند و سپس دقت شبکه آموزش دیده را بر روی 

. سیدارتا و [4]یج نشان داد که روش مذکور قابلیت شناسایی آنلاین خسارت را با دقت مطلوب دارا استیک مدل عددی آزمایش کردند. نتا

 GPSبر روی پایش سلامت سازه پهلوگیری سکوهای دریایی شناور متمرکز شدند. آنها با استفاده از شبکه عصبی و داده های  0همکاران

 .[5]حرکت سکو و همین طور تغییرات وزن کشتی به عنوان متغیرهای شبکه، توانستند خسارت را شناسایی و طبقه بندی کنند

علی رغم آن که شبکه های عصبی تاکنون در بسیاری از روشهای شناسایی خسارت با موفقیت به کار رفته اند با این حال دارای 

مشکلاتی هستند. اولین مشکل، حساسیت این شبکه ها به تغییرات ورودی است. لذا کارایی این شبکه ها برای سازه های عمرانی که معمولا 

ییرات محیطی مواجه هستند ممکن است کاهش پیدا کند. مشکل دوم افت دقت انها با افزایش حجم داده ها است. با شدت بالای نویز و تغ

امروزه سیستم های پایش سلامت سازه شامل تعداد زیادی سنسور هستند که حجم بزرگی از داده را ثبت می کنند. لذا تحلیل این حجم از 

. بر این اساس شبکه های عصبی عمیق اخیرا مورد توجه محققین قرار گرفته اند. این [6]است داده با شبکه های سنتی دارای دشواری هایی

هستند. با  13و شبکه های بازگشتی 1، شبکه های درهم تنیده8، شبکه های گن7، شبکه های باور عمیق6شبکه ها شامل شبکه های اتوانکودر

 . [8] ,[7]ی پیدا کرده انداین حال شبکه های درهم تنیده به علت کارایی بالا محبوبیت بیشتر

                                                           
1 Vibration-base methods 

2 Bakhary et al 

3 Gomes et al 

4 Jin et al 

5 Sidarta et al 

6 Auto-Encoder 

7 Deep Belief Network 

8 Generative Adversarial Networks (GAN) 

9 Convolution Neural Network (CNN) 

10 Recurrent Neural Networks (RNN) 
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های مجموعه سنسورهای با توانستند با استفاده از داده 12ای نوین یادگیری عمیق کانولوشنالهبا استفاده از روش 11لین و نی

های توانستند با توسعه شبکه 13. عبدالجابر و همکاران[9]های سازه را استخراج کرده و محل رخداد خرابی را تعیین کننددقت پایین ویژگی

توسعه دادند که تنها با استفاده از دودسته داده  IASC_ASCEمدلی را جهت ارزیابی سازه معیار  10 (1DCNNs)ی کانولوشنال بعدکی

روشی در حوزه پردازش تصویر بر اساس شبکه عمیق کانولوشن ابداع کردند  10. چا و چوی[10]دهدآسیب موجود در سازه را تشخیص می

که براساس آن تشخیص ترک در تصاویر موجود از یک عضو بتنی با دقت بسیار بیشتری نسبت به روش های قدیمی تشخیص مرزی امکان 

 آسیب ایجاد شده در یک سازه مجهز به ابزار کنترل 17موفق شدند تا با استفاده از شبکه عمیق کانولوشن 16. یانگ و همکاران[11]پذیر شد

های سازه آسیب دیده را از )سازه هوشمند( را با دقت خوبی تشخیص دهند. در روش آنها شبکه عصبی به صورت خودکار ویژگی

و شبکه عمیق ابداع کردند که  11کامپیوترروشی را براساس تلفیق بینایی 18. باو و همکاران[12]های خام موجود استخراج کرده استسیگنال

را با امتحان بروی ها این روش های مختلف امکان پذیر بود، آنهای دریافتی از سازهبه واسطه آن امکان تشخیص رفتار نامتعارف در سیگنال

موفق شدند تا با توسعه شبکه عمیق کانولوشن با استفاده از  23. مودرس و همکاران[13]های یک پل موجود در چین ارزیابی کردندداده

ی شده را بر روی یک در این تحقیق آنها ابتدا شبکه طراح تصاویر یک ساندویچ پنل کامپوزیتی آسیب ایجاد شده در آن را شناسایی کنند.

ها ها مختلف که در تمامی آزمونتیر لانه زنبوری مدل شده آزمودند و سپس بر روی داده های موجود از سناریوهای مختلف آسیب در پل

موفق شدند تا با توسعه روش پردازش تصویر بر اساس  شبکه های عمیق کانولوشن  21لیو و ژانگ .[7]پاسخ های قابل قبولی دریافت شد

ت خود این روش را به جهت ای را تشخیص دهند.آنها در تحقیقاآسیب به وجود آمده در اتصالات فلزی بر اساس بارگذاری مداوم لرزه

توانستند با توسعه روش شبکه عصبی عمیق کانولوشن  22. گو و همکاران[14]ارزیابی پس از بحران سازه های موجود پیشنهاد کرده اند

ها ای استخراج نمایند، آنبدون دخالت هیچ تابع از پیش آموزش داده شده ها مودیهای یک سیگنال آسیب دیده را بر اساس شکلویژگی

 23. لیو و ژانگ[15]در تحقیقات خود روش ابداعی را بر روی داده های آزمایشگاهی موجود امتحان کردند و پاسخ قابل قبولی دریافت کردند

بلافاصله پس از وقوع  20های مهاربند همگراتوان در سازه های با قابروشی را با کمک شبکه عصبی عمیق توسعه دادند که براساس آن می

 .[16]ای از وضعیت سازه به دست آوردزلزله ارزیابی اولیه

در بیشتر تحقیقات گذشته شبکه های کانولوشن به صورت دو بعدی و برای پردازش تصویر مورد استفاده قرار گرفته اند و 

تحقیقات انجام شده بر روی این شبکه ها جهت پردازش سیگنالهای یک بعدی بسیار اندک است. ضمنا این شبکه ها بزرگ بوده و برای 

داده دارند که همیشه در دسترس نمی باشد. آموزش چنین شبکه های بزرگی نیز با دشواری هایی همراه  آموزش نیاز به تعداد داده زیادی

 است.

هدف از این مقاله، شناسایی آسیب در یک سازه واقعی با استفاده از یک شبکه درهم تنیده کوچک با تعداد لایه های کم است. بر 

ن کاهش یافته و آموزش شبکه با سهولت بیشتری انجام خواهدشد. علاوه بر این از هیچ این اساس تعداد داده های وروردی لازم برای تمری

                                                           
11 Lin and Nie 

12 Convolutional deep learning 

13 Abdeljaber et al. 

14 1D Convolutional Neural Networks 

15 Cha and Choi 

16 Yang and et al. 

17 Convolutional Neural Network 

18 Bao et al. 

19 Computer vision 

20 Modarres et al. 

21 Liu and Zhang 

22 Guo et al. 

23 Liu and Zhang 

24 Concentrically braced frame 
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پیش پردازشی استفاده نشده است تا شبکه از داده های خام استفاده کند، )هرچند به عنوان مقایسه یک حالت پیش پردازش ثانویه ساده 

تیب نیاز به پیش پردازش داده ها نیز منتفع شده و سرعت شبکه افزایش در نظر گرفته شده است(. بدین تر Zed_scoreبا استفاده از تابع 

 نیز با یکدیگر مقایسه شده است.  SGDو  ADAMپیدا می کند. در انتها عملکرد شبکه تحت دو تابع بهینه یابی 

 شبکه عصبی مصنوعی -2

گیرد، پایه مختلف مورد استفاده قرار می هاست که در علومها سالشبکه عصبی به عنوان روشی جهت محاسبه روابط بین داده

تر شبکه های ورودی و خروجی است. یادگیری عمیق نیز به عنوان مدل پیشرفتهاصلی این روش بر اساس روابط ریاضی وزن دار بین داده

ون تابع بردار پشتیبان های قدیمی تخمین مقادیر همچهای بیشتر را داراست. در روشتر و متغیرعصبی توانایی بررسی روابط پیچیده

(SVM) ها ترسیم می شود. اما در یک شبکه عصبی یک ارتباط خطی یا غیر خطی بین داده ورودی وزن دار شده یک ارتباط خطی بیم داده

 .[7]شود از این رو سرعت و دقت به مراتب بالاتری خواهند داشت ساز و مقادیر خروجی ایجاد میبا کمک تابع فعال

اند. دار به یکدیگر مرتبط شده( دانست که به وسیله اتصالات وزن1ها شکل)ای از نرونیک شبکه عصبی را می توان مجموعه

𝑥𝑖 (، داده های ورودی1مطابق رابطه ) 𝑤𝑗𝑖هر نرون پس از عبور از این ارتباط وزن دار   شوند. را حاصل می 𝑦𝑗 مقدار خروجی  

ساز به نوعی روابط داخل شبکه کند. توابع فعالهای ورودی عمل میدر پردازش داد ( به عنوان آخرین مرحله1در رابطه )  20ℎسازتابع فعال 

خروجی حاصل از روابط داخلی یک گره از  𝑧𝑗 ( مقدار2در رابطه )  دهند.را از حالت خطی خارج کرده و گستره محاسبات را افزایش می

مقدار بایاس که در نهایت  𝑏ضرایب اصلاحی خطی وزن دار داخل شبکه و  𝛽جمع وزن دار چند گره مجزا است و  𝑎𝑘 شبکه بوده و مقدار

  .[17]( را حاصل می کند3در رابطه )  𝑦، خروجی 𝜎ساز سیگموئید پس از عبور از تابع فعال

)1( 𝑧𝑗 = ℎ(∑ 𝑤𝑗𝑖𝑥𝑖 + 𝑏𝑘

𝐷

𝑖=1
) 

)2( 𝑎𝑘 = ∑ 𝛽𝑘𝑗𝑧𝑗 + 𝑏𝑗

𝑀

𝑗=1
 

)3( 𝑦𝑘 =  𝜎(𝑎𝑘) =
1

1 + 𝑒−𝑎𝑘
 

 

                                                           
25 Activation Function 
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 سازه مورد بررسی -3

های کابلی است که در مرکز . این پل جزو اولین پل[18]شده است یب استفادهبرای شناسایی آس انگیدر این پژوهش از سازه پل 

مارک مورد های اخیر به دلیل مطالعاتی که بر روی آن انجام شده است به عنوان یک سازه بنچو در سال شده است کشور چین ساخته

 013متر است. طول پل 20.10+11.80کناری به طول  یهامتر و دهانه 263دارای دهانه مرکزی به طول،  [20][19]بررسی قرار گرفته است

متر  63.0(. برج بتنی پل شامل دو تیر عمودی به ارتفاع روادهیمتر پ 1در 2ین عبوری وسایل نقلیه و متر لا 1متر است ) 11متر و عرض آن 

اصلی مشاهده شد. پس از  ریتسانتیمتر در دهانه مرکزی و در زیر شاه 20به عرض  ییهاسال از عمر پل، ترک 11است. پس از گذشت 

تیرها نصب شد. در اتاق کنترل نیز یک ها، برج و شاهسنسور بر روی کابل 103عنوان بخشی از سیستم پایش سلامت، بیش از آسیب به

صب شد و یک سنسور دومحوره بر روی برج جنوبی نصب شد تا بر روی عرشه ن محورهسنسور تک 10 داده برقرار شد. یآورسیستم جمع

های شتاب ارتعاش سازه که دهد. دادهنمایی از پل و سیستم پایش سلامت آن را نشان می(  3( و )2) شکل .ارتعاشات افقی را ثبت کند

 یبردارموجود است. نرخ نمونه ساعتهکیداده  20روز است. لذا در کل طول شبانه شده رهیشود در هر ساعت ذختوسط سنسورها ثبت می

 2338. برای استفاده در آنالیزها، داده ژانویه داده برای هر سنسور خواهد بود 363333، لذا هر نمونه شامل رتز استه 133سنسورها 

شده ازی( در نظر گرفتهقبل از بهس یدیده پل )کمعنوان حالت آسیببه 2338جولای  31عنوان حالت سالم )پس از بهسازی پل( و داده به

ها جهت مقایسه رفتار پل در این دو حالت توان از این دادهدیده پل از قبل مشخص بوده و میاست. بر این اساس حالت سالم و آسیب

نگاشت تابهای مورد استفاده در این پژوهش بر اساس خروجی سنسورهای ش، باید به این نکته نیز اشاره کرد، از آنچا که دادهاستفاده کرد

ها بدون هیچ فرآیند حذف نویز و اصلاح انجام شده است، در نتیجه اثرگذاری نویز و سایر نسب شده بر روی پل بوده اند و مطالعه بر روی آن

 رخدادها نظیر تغییرات آب و هوایی نیز در عملکرد کلی شبکه مورد توجه بوده است. 

 آن یاجزا نیب یاضیط رو رواب یشبکه عصب کی یکل ینما: 1شکل 
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 پژوهش -4

 پیش پردازش -1-4

به حالت سالم و حالت  _پاسخ فرکانسی شتاب سازه  _( در گام نخست داده ها0ن داده شده در شکل )مطابق روش نشا

بندی اولیه به عنوان بخشی از مرحله اول آموزش شبکه انجام شود این فرآیند به جهت دستهی میگذاربرچسبدیده پل انتخاب و آسیب

آسیب دیده بودنشان مشخص بوده است، از این امتیاز استفاده شد تا با دسته بندی از های موجود از پیش سالم یا شود، از آنجا که دادهمی

گذاری به عنوان ملاک موفقیت استفاده کرد، به این صورت که در بخش پیش بتوان در مرحله ارزیابی عملکرد شبکه از همین برچسب

شبکه  که آنجا ازچسب مقایسه خواهد شد. سپس سنجش ابتدا برچسب داده توسط شبکه ذخیره شده و سپس تشخیص شبکه با بر

تقسیم شدند.  ترکوچک یهابخشها به ، داده[10]ی کوتاه پاسخ بهتری به دست می دهد هادامنههای در بعدی برای دادهکانولوشن یک

ی مختلف هاحالت باها داده موجود است. در این مرحله داده 363.333ساعت  20همان طور که پیشتر اشاره شد، برای هر سنسور در هر 

منظور به  سنسورهاای هپس از بررسی صحت داده شود.ماتریس مجزا تقسیم می 23بندی شده که درنهایت هر ماتریس ورودی به تقسیم

، 363.333، 7اولیه با ابعاد ) تانسورهای ورودی افزایش یابد. به این منظور افزایش دقت محاسبات در شبکه عمیق نیاز است که تعداد داده

برابر افزایش  23های ورودی محاسبات شود. درنتیجه تعداد داده( تبدیل می083، 18.333، 7ی با ابعاد )تانسور( با تغییر ابعاد به 20

یابد. این امر موجب افزایش دقت شبکه در فرایند آموزش خواهد شد. به منظور مقایسه توانایی شبکه در این مطالعه، داده ها در دو می

 : نمای کلی سیستم پایش داده پل3شکل 

 

 نمای کلی از پل یانگ: 2 لشک
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حراف معیار(  سازی با استفاده از میانگین و ان)نرمال  Z-SCOREمرحله یکبار بدون تابع نرمال سازی و بار دیگر با استفاده از تابع نرمال ساز 

 .[21]شوندقبل از ورود به فرایند آموزش شبکه نرمال می

 معماری شبکه عصبی عمیق کانولوشن -2-4

های آن از کانولوشن به جای تفاوت عمده شبکه های کانولشن با شبکه عصبی معمولی در این است که در حداقل در یکی از لایه

های زمانی دو بعدی شناسی شبکه ای مانند تصاویر و دادههای با مکانی استفاده می شود. در نتیجه این شبکه ها از تحلیل دادهضرب معمول

 بسیار کارآمد هستند. 

در این مطالعه یک شبکه عمیق کانولوشن با چندین لایه مختلف طراحی شده است تا با استفاده از آنها داده های سالم و ناسالم 

سازی کابلی از یکدیگر تشخیص داده شوند. یک شبکه کانولوشن به طور معمول از سه مرحله تشکیل می شود: کانولوشن، فعالیک 

به صورت جداگانه جهت مقایسه عملکرد شبکه استفاده شده  27SGDو  26ADAM غیرخطی، و انتخاب. علاوه بر این از توابع بهینه ساز

( یک لایه کانولوشن به همراه لایه 1ده شده است جزئیات معماری شبکه به این صورت خواهد بود: نمایش دا 0است. همان طور که در شکل

( در نهایت خروجی جهت تبدیل به داده یک بعدی از یک لایه 3سازی ( دو لایه کانولوشن یکسان شامل لایه انتخاب و تابع فعال2انتخاب 

 .[9]عبور خواهد کرد (FC)تماما متصل 

 لایه کانولوشن و انتخاب -3-4

. به طور کلی رابطه کانولوشن بین دو تابع اصلی مطابق [22]است  CNNی کانولوشن و انتخاب هسته اصلی ترین بخش شبکه

 .[23]نمایش داده می شود 0رابطه 

)4( 𝑓(𝑖) = ∫ 𝑠(𝑛)𝑘(𝑖 − 𝑛)𝑑𝑛
∞

−∞

 

شناخته می شود. خروجی تابع فوق  28تحت عنوان کرنل 𝑘ورودی تابع و مقدار  𝑠شمارنده عضو ورودی ، مقدار  𝑛  در رابطه فوق

 𝑓عمل خواهند  تابع ورودی خواهد بود. درحالت کلی در محاسبات کامپیوتری توابع به صورت پیوسته و همانند تابع فوق 21نقشه ویژگی

)حدود   𝜐𝑘و  𝜐𝑠را برای داده های حوزه اعداد حقیقی در نظر گرفت. در  این رابطه، مقادیر  0کرد، اما در حالت کلی می توان شکل رابطه 

 نهایی مقادیر ورودی و کرنل( تعریف می شوند.

)5( 𝐹(𝑖) = ∑ 𝑆(𝑖 − 𝑛)𝐾(𝑛)
𝜐𝑘

𝑛=1
= ∑ 𝑆(𝑛)𝐾(𝑖 − 𝑛)

𝜐𝑠

𝑛=1
 

هر دو سمت رابطه فوق در تعریف یکسان عمل می کنند. اما اولین رابطه که در محدوده کرنل حرکت می کند در الگوریتم های  

خواهد یادگیری ماشین پاسخ بهتری خواهد داد، چرا که مقدار کرنل در یک مجموعه چند بعدی داده بازه کوچکتری دارد و عملکرد بهتری 

مقدار کرنل رو به جلو حرکت کرده اما داده ورودی عقب رفت خواهد کرد و این ویژگی اشتراک را در  𝑛داشت. در رابطه فوق با افزایش 

 .[24]به عنوان نتیجه نهایی در کاربرد عملگر کانولوشن استفاده می شود 6کانولوشن ایجاد می کند. معمولا از رابطه 

                                                           
26 ADAptive Moment estimation(ADAM)  

27 Stochastic Gradient Descent (SGD) 

28 Kernel 

29 Feature map 

 خسارت ییشناسا یشنهادیبه روش پ ینگاه اجمال : 4شکل
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)6( 𝐹(𝑖) = ∑ 𝑆(𝑖 + 𝑛)𝐾(𝑛)
𝜐𝑘

𝑛=1
 

 

 

در نهایت این رابطه نشان دهنده یک رابطه یک بعدی کانولوشن با یک کانال ورودی است. به طور کلی می توان با استفاده موازی 

انولوشن تک بعدی با دو ( تصویر کلی یک شبکه ک6از چند شبکه تک بعدی برای حالت های با چند داده ورودی نیز استفاده کرد. شکل )

به  2است که کرنلی با بعد  2کانال ورودی در راستای زمان را نشان می دهد. در این مثال ورودی یک تنسور از مجموعه بردارهایی با طول 

به مقدار آن اعمال می شود. خروجی نتیجه جمع ضرب درایه به درایه تنسور کرنل در تنسور ورودی و سپس تکرار این عمل بعد از حرکت 

گام در راستای زمان خواهد بود. در سوی دیگر لایه های انتخاب به عنوان یکی از مهمترین بخش های شبکه کانولوشن وظیفه اعمال 

لایه های انتخاب انواع مختلفی دارند. در این مطالعه از لایه های انتخاب  میانگین  عملگرهای عددی/آماری بر روی خروجی را برعهده دارند.

داکثر استفاده شده است. این لایه ها همانند عملگر کرنل در راستای محور بر روی داده حرکت کرده و در عوض اعمال عملگر و ح

کانولوشن، میانگین داده های داخل کرنل و یا بزرگترین عدد داخل مجموعه را انتخاب می کنند. لایه های انتخاب از دو منظر باعث بهبود 

( این لایه ها با کاهش پراکندگی داده 2( با کاهش سایز داده در مراحل مختلف محاسبات را آسان تر می کنند. 1عملکرد شبکه می شوند 

  .[25]همخوانی بیشتر بین آن ها ایجاد کنند در نتیجه شبکه عصبی عملکرد بهتری خواهد داشت ها سعی می کنند 

 شبکه کانولوشن یمعمار : 5شکل

(a) 
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 تابع فعال ساز  -4-4

توابع فعال ساز عنصر جدانشدنی از یک شبکه عصبی هستند که با تغییر عملکرد خطی شبکه به مدل غیرخطی ظرفیت 

𝜎(𝑥) پاسخگویی شبکه را افزایش می دهند. به طور معمول تابع سیگموئید به فرم = 1/(1 + 𝑒−𝑥)   تعریف شده است به دلیل عملکرد

ی بین ، شبکه خروجی را در بازه33ع فعال ساز مورد استفاده قرار می گیرد. این تابع به دلیل آن که در فرآیند پس انتشارخود به عنوان تاب

صفر و یک مقیاس می کند، باعث سهولت در محاسبات می شود. از سوی دیگر همین امر باعث می شود که اگر داده ها در فرآیند پس 

ا بیشتر باشند خروجی صحیح نباشد. در نتیجه در سالهای اخیر استفاده از این رابطه کاهش یافته است. انتشار از مقدار صفر و یک کمتر ی

(( 8( )ب( رابطه )7)شکل ) 32ReLU(( و مدل نمایی تابع اصلاح شده خطی یا  7( )الف( و رابطه)7)شکل) 31eLUتابع نمایی خطی یا   اخیرا

 .[26] ,[10] ,[9](( بیشتر مورد استفاده قرار میگیرد8)

 

                                                           
30 Back propagation 

31 Exponential Linear Unit 

32 Rectified Linear Unit 

 کانولوشن شبکه کی یکل ینما : 6 شکل

(b) 

(c) 
 ReLU  تابع( ب ) eLU   بع( تاالفی )نمودار توابع فعال ساز : 7شکل

)الف (                                              ) ب( 
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)7( 𝑅𝑒𝐿𝑈(𝑧) = max (0, 𝑎𝑘) 

)8( 𝑒𝐿𝑈(𝑧) = {
𝑎𝑘     𝑎𝑘 > 0

𝛼. (𝑒𝑎𝑘 − 1)   𝑎𝑘 < 0
 

انتشار باعث می شود تا گرادیان تابع به صورت بهینه تری توزیع شود و مانند تابع از لحاظ عملکرد در مرحله پس ReLUتابع 

ته باشد اما این تابع نیز برای حالت های کمتر از صفر محدودیت عملکرد دارد. به همین سیگموئید در محدوده صفر و یک محدودیت نداش

استفاده شده است تا در نواحی کمتر از صفر نیز عملکرد بهبود پیدا کند. این عمل باعث  eLUدلیل در این پژوهش از تابع نمایی خطی 

 ی شود.م ReLUبهبود سرعت و عملکرد آموزش نسبت به تابع سیگموئید و 

 تشخیص آسیب -5-4

پیشنهادی عملکرد آن در تشخیص سیگنال های ساده و آسیب دیده را بررسی  CNNدر این بخش با معرفی شبکه عصبی 

و لایه تماما  (CNN)(  قبلا نشان داده شد، شبکه حاضر از دو بخش اصلی لایه های کانولوشن 0خواهیم کرد. همان طور که در شکل )

ده است. هدف لایه های کانولوشن شناسایی ویژگی های نهفته در داده ها به منظور تشخیص آسیب دیده یا سالم تشکیل ش (FC)متصل 

ها از یکدیگر است. بدین این منظور ابتدا یک لایه انتخاب، )میانگین( داده ها را از لحاظ آماری کمی اصلاح بودن و در نهایت جداسازی آن

ن وارد عمل شده و سپس یک لایه کانولوشن و یک لایه انتخاب )حداکثر( در دو مرحله پشت سر هم خواهد کرد و سپس یک لایه کانولوش

بندی نتایج نهایی وارد عمل خواهد شد. این لایه با دریافت فرایند آموزش را انجام خواهند داد. در نهایت لایه تماما متصل با هدف دسته

احتمال صحت آنها را بررسی کرده و دسته بندی درست را برای هر کدام انتخاب خواهد داده های خروجی نهایی از آخرین لایه کانولوشن 

 کرد. 

( نمایش داده شده است شبکه در دو مرحله مجزا عمل می کند، در مرحله نخست شبکه طراحی شده 8همان طور که در شکل )

اده شده ارائه می کند و آنها را با داده های در اختیار سعی می کند با بررسی داده و سنجش آنها یک پیش بینی اولیه از دسته بندی د

مقایسه می کند و سپس آموزش را تکرار خواهد کرد تا  شبکه به بهترین حالت خود دست یابد. سپس در مرحله سنجش مجددا داده های 

منتصب از سوی شبکه خارج خواهد خامی که تاکنون به شبکه معرفی نشده اند وارد جریان شده و پس از خروج از شبکه با دسته بندی 

اشاره شد کل سنسور  1-2-2شد. داده های ورودی مجموعه رکوردهای شتاب برداشت شده از پل هستند که همان طور که در بخش 

بندی اعداد جهت آموزش و و سنجش یابی به بهترین حالت آموزش توسط شبکه عصبی ترکیبات مختلف دستهخواهد بود، به جهت دست

درصد جداگانه برای بررسی و سنجش  33درصد آن به عنوان داده آموزش شبکه استخراج شده و  73ررسی قرار گرفت و در نهایت  مورد ب

. به عنوان یک شبکه آموزش با از داده های ورودی می باشد که در حقیقت همان برچسب سالم یا آسیب داده [27] ,[23]استفاده شده است

اند. داده های موجود در هر به شبکه معرفی شده 3ه های آسیب دیده با برچسب و داد 1است. به این منظور داده های سالم با برچسب 

ورودی برای هر شبکه در مرحله آموزش و تمرین خود سعی خواهد کرد تا برای هر کدام از مجموعه داده ها برچسبی پیش  18333مرحله 

شد به این صورت که پیش بینی شبکه در مورد نشانه  ها به صورت احتمالاتی از سوی شبکه معرفی خواهندبینی کند. این پیش بینی

معرفی  33به صورت احتمالاتی اعلام خواهد شد، این خروجی ها در ادامه به عنوان ورودی به لایه بیشینه هموار 133تا  3ها بین گزاری داده

حاصل  CNN، این تابع خروجی ها را در بازه بین صفر و یک تقسیم خواهد کرد تا به عنوان احتمال آسیب که توسط شبکه [28]خواهند شد

 شده اند در نظر گرفته شوند. به عبارت دیگر شبکه در مقابل هر ورودی یک احتمال آسیب تولید خواهد کرد.

                                                           
33 Softmax 
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ز هر دور آموزش شبکه توزیع های احتمالاتی خروجی را به صورت با هدف محاسبه و بررسی نتایج حاصل ا 30تابع کراس آنتروپی

 .[29]یک تابع قابل ارزیابی ارائه می دهد

)9( 𝐻(𝑝, 𝑞) = − ∑ 𝑝(𝑥)𝑙𝑖𝑔(𝑞(𝑥))
𝑥

 

مقدار مجاز توزیع احتمالاتی مورد نظر در خروجی شبکه خواهد بود که در این  𝑥خروجی تابع کراس آنتروپی و  𝐻(، 1دررابطه )

دسته بندی  نمایش دهنده مقدار متناظر برچسب  𝑝(𝑥)پژوهش شماره اعضای ماتریس احتمالاتی آسیب خروجی از شبکه است. مقدار

نیز مقدار متناظر  𝑞(𝑥)درست معرفی شده به شبکه است که نمایش دهنده احتمال صحیح آسیب دیده یا سالم بودن عضو مورد نظر است. 

 با عضو در مجموعه احتمالاتی خروجی از شبکه است. در نهایت نیز به جهت بهبود عملکرد تابع اتلاف از توابع بهینه سازی استفاده می شود:

 .[30]که هر کدام در سناریوهای مجزا عمل کرده و محاسبات خروجی را اصلاح می کنند SGDو   ADAMتوابع

 

 

 

 

 

 

 

                                                           
34 Cross Entropy 

 داده ها یو دسته بند صیعملکرد شبکه در تشخ یکل ینما :8شکل
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 شده یداده در شبکه طراح لیمختلف تحل یوهای: سنار1جدول

 

 

 

 

 

 

 

 

 

 

یتابع بهینه ساز شرایط پیش پردازش  
تعداد دوره 

 های تکرار

 ADAM بدون تابع نرمال سازی

3,5,7,10 

epochs 

SGD 

ل با استفاده از تابع نرما

 Z-Score سازی 

ADAM 

SGD 

(ب)(الف)

(د) (ج)  5( ب) 3( الفمختلف برداشت داده ) یدر دوره ها یاهشک انیاتلاف با استفاده از دو تابع آدام و گراد زانیآموزش شبکه و کاهش م ندیفرا سهیمقا  :10شکل

 10( د) 7( ج)

 )ب( تابع اتلاف / SGD دسته داده ها  )الف( تابع اتلافبرداشت مختلف از  یبا تعداد دوره ها ینمودار تابع اتلاف شبکه ببدون نرمال ساز : 9شکل                                                                                                      )الف(

ADAM 



 انجمن مهندسی سازه ایران                                                                                                                                                                                                              امتیازصاحب

 

 444 444 تا 454، صفحه 1444، سال 4ویژه  ، شماره8مهندسی سازه و ساخت، دوره پژوهشی  –علمی نشریه 

 

 نتایج -5

ی هاحالتبعدی است و در این مسیر یک دهیبه هم تنپژوهش هدف سنجش کارآیی شبکه آموزش عمیق  بیان شد که در این قبلاً

( 1سناریوی جدول ) 0سازی متفاوت کنترل خواهد شد. بدین منظور در این بخش های مختلف و توابع بهینههای ورودی، تکرارمختلف داده

 مورد بررسی قرار گرفته اند.

 

 )ب(

 )الف(

 Z-Score)الف( حالت عادی / )ب( تحت اثر تابع  (یجولا 31) 22و  21ساعت  دهید بیشتاب نگاشت حالت آس ینمونه داده ها:  12شکل

 اتلاف سهی( نمودار مقابدقت / ) سهی( نمودار مقاالفدقت محاسبه/  )اتلاف و  زانیساز در م نهیعملکرد دو تابع به سهیمقا : 11شکل (ب) (الف)
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 سازی :آموزش بدون نرمال -1-5

ها انجام سازی بر روی آنفرایند نرمال گونهچیهیابد و ی شده و افزایش میجداسازپردازش تنها ها در فاز پیشدر گام نخست، داده

های ورودی نسبت به یکدیگر است و بررسی می شود که شبکه طراحی شده ها اصلاح مقادیر دادهسازی دادهشود، هدف اصلی در نرمالنمی

و به  شدهیبنددستهها تنها ی کرده و پاسخ مناسب را بیابد. به این منظور دادهبنددستهورودی را  نامتوازنهای تواند دادهاندازه میتا چه 

صورت مجزا سازی آدام و گرادیان کاهشی، شبکه تحت اثر هر دو بهشوند. در گام بعدی به جهت مقایسه عملکرد دو تابع بهینهشبکه وارد می

نتایج حاصل از شبکه با استفاده از  انگرینما( به ترتیب 1) ی قرار خواهد گرفت. شکلبررس موردو نتایج آن  شده اجرامختلف  30یهارهدو در

بسیار ولی  زیخ و افت، شبکه هرچند با شده انتخابدوره  0شود که در هر سازی آدام و گرادیان کاهشی است. مشاهده میتابع نرمال

دوره  3دهد. هرچند میزان اتلاف نهایی با تابع آدام در در اختیار قرار می 1رسد و پاسخ مناسبی با دقت ایط نرمال خود میدرنهایت به شر

شود. تابع گرادیان کاهشی نیز بهترین پاسخ را برای ها مشاهده نمیبیشتر است، اما درنهایت تفاوت چندانی بین آن هاحالتانتخابی از سایر 

 شود.زیادی مشاهده می نسبتاً زیخ و افتها مانند حالت پیشین یابد و در سایر حالتانتخابی می دوره 0برداشت 

                                                           
35 Epoch 

 

با تابع  )الف( برداشت مختلف از دسته داده ها یبا تعداد دوره ها  یکاهش انیگراد سازنهیو  به Z-scoreنمودار تابع اتلاف شبکه تحت اثر تابع  :13شکل )ب( )الف (

  ADAMبا تابع اتلاف  )ب(/   SGDاتلاف

 

)الف

()د

(ب)

()ج تابع  مختلف برداشت داده تحت اثر یدر دوره ها یکاهش انیاتلاف با استفاده از دو تابع آدام و گراد زانیآموزش شبکه و کاهش م ندیفرا سهیمقا :14شکل

 10)د(  7)ج(  5)ب(  3)الف(   Z-scoreنرمال ساز 
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شوند تا مدل بهینه به با یکدیگر مقایسه می دو حالتهای حاصل از هر دوره برداشت شبکه در پس از انجام محاسبات مجدد داده

گفته شد هر دو تابع  نیا از شیپلکرد دو تابع در نحوه آموزش شبکه، چنانکه ی است بین عماسهیمقا( )الف( تا )د( 13دست آید. شکل)

( 11رسند اما شبکه با تابع گرادیان کاهشی سرعت و عملکرد بهتری در مقایسه با تابع آدام دارد. در شکل )درنهایت به همگرایی خوبی می

آورند و چنانچه بیان ، اتلاف بسیار کم پاسخ نهایی را به دست می1به  شود که درنهایت هر دو تابع با دقت نزدیک)الف( تا )ب( مشاهده می

 شود که تابع گرادیان کاهشی در میزان اتلاف و دقت نیز عملکرد بهتری داشته است.نیز مشاهده می نجایادر  شد

 سازی آموزش با نرمال -2-5

شوند. با پردازش میهای موجود وارد فرآیند پیشداده مجدداًبه جهت مقایسه روش بهینه استفاده از شبکه عمیق در گام بعدی 

سازی با استفاده از میانگین و انحراف معیار(  قبل از ورود به )نرمال  Z-SCORE سازیاین تفاوت که این بار داده ها با استفاده از تابع نرمال

واهد بود. در ادامه نتایج حاصل ارائه خواهد شد. شکل شوند. سایر مراحل همانند فاز اول کنترل شبکه خفرایند آموزش شبکه نرمال می

شود که پس از اعمال دهد. مشاهده میسازی را نمایش میدیده پیش و پس از اعمال تابع نرمالنگاشت پل در حالت آسیب( شتاب12)

های حاصل از آموزش با بررسی داده ت.ها نسبت به حالت قبل بیشتر شده اسهای موجود تغییر کرده و همبستگی دادهنرمال ساز دامنه داده

برداری از نرمال ساز، آدام در شرایط بهره سازنهیبه( مشخص است که تابع 10( تا )13های )شده در شکلشبکه و مقایسه نتایج نمایش داده

به حالت بدون نرمال ساز  دهد و تابع گرادیان کاهشی نیز افت محسوسی در عملکرد خود نسبتمراتب بهتری از خود نشان میعملکرد به

ها در هر بازه شرایط را برای ی دادههادامنهباشد و اختلاف  نگاشتشتابهای حاصل از تواند به دلیل نوع دادهنشان داده است. این تفاوت می

 دشوار کرده است.سازنهیبه تابع

 بندی نتایججمع -3-5

بندی رسید که اولاً شبکه عصبی عمیق توان به این جمعمی(، 16شکل )شده در شود که با توجه به نتایج نشان دادهمشاهده می

را دارا است و با دقت مناسب توانایی تشخیص حالت سالم از خراب را دارا است به  شدهمطرحدهی به مسئله ی قابلیت پاسخخوببهکانولوشن 

منظور یافتن از سوی دیگر به  را از خود نشان داده است. درصد 13توانایی تشخیص با دقت بالای  شده مطرحسناریوی  0طوری که در هر 

سازی آدام و گرادیان کاهشی در دو حالت با و ی بین دو روش بهینهاسهیمقا ،نگاشتشتابهای ای در جهت بهبود فرایند آموزش دادهشبکه

حالت استفاده از تابع نرمال ساز عملکرد بهتری برای آدام در  سازنهیبهتوان بیان کرد که روش سازی انجام شد که درنهایت میبدون نرمال

یابد. از سوی دیگر عکس این عملکرد برای تابع میی منطقی کاهشهاگامدهد و نمودار همگرایی تابع اتلاف با آموزش از خود نشان می

تواند ریشه ملکرد بهتری دارد. این تفاوت میاست ع نشده استفادهسازی افتد و این تابع در شرایطی که تابع نرمالگرادیان کاهش اتفاق می

در حالت  هاساختمانها و های پلدامنه فرکانسی سیگنال که آنجا ازتوان گفت طورکلی میدر ماهیت اصلی این دو روش داشته باشد. به

دقت )ب( نمودار  سهیاتلاف و دقت محاسبه )الف( نمودار مقا زانیدر م   Z-scoreساز تحت اثر تابع نرمال ساز  هنیعملکرد دو تابع به سهیمقا :15شکل (ب) (الف)

 اتلاف سهیمقا
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تواند ریشه در رد. این تفاوت میاست عملکرد بهتری دا نشده استفادهسازی سالم و آسیب متفاوت و این تابع در شرایطی که تابع نرمال

در حالت سالم و آسیب متفاوت است، سیگنال خام پاسخ بهتری را خواهد داشت  هاساختمانها و ماهیت اصلی این دو روش داشته باشد. پل

بهتری  پاسخبع آدام و سیگنال نرمال شده ممکن است سیگنال را دستخورده کرده و روند آموزش را با اختلال مواجه کند. به همین دلیل تا

در  هاساختمانها و های پلدامنه فرکانسی سیگنال که آنجا ازتوان گفت طورکلی میگرادیان کاهشی نتیجه داد. به ترسادهرا نسبت به روش 

تواند ریشه ت میاست عملکرد بهتری دارد. این تفاو نشده استفادهسازی حالت سالم و آسیب متفاوت و این تابع در شرایطی که تابع نرمال

در حالت  هاساختمانها و های پلدامنه فرکانسی سیگنال که آنجا ازتوان گفت طورکلی میاصلی این دو روش داشته باشد. بهدر ماهیت 

سالم و آسیب متفاوت است، سیگنال خام پاسخ بهتری را خواهد داشت و سیگنال نرمال شده ممکن است سیگنال را دستخورده کرده و 

 گرادیان کاهشی نتیجه داد. ترسادهبهتری را نسبت به روش  پاسخد آموزش را با اختلال مواجه کند. به همین دلیل تابع آدام رون

 گیری نتیجه -6

در این پژوهش یک روش کارامد مبتنی بر شبکه های عصبی درهم تنیده برای شناسایی خسارت در یک پل کابلی واقعی ارائه 

ذشته، از یک شبکه کوچک با تعداد لایه های کم استفاده شد که نیاز به داده کمتر داشته و آموزش آن بسیار ساده شد. برخلاف تحقیقات گ

های شتاب نگاشتی تر است. داده های ورودی بر خلاف روش های پیشین بدون هیچ تغییر اولیه وارد شبکه شدند، در این پژوهش از داده

ها تماما لم پل استفاده شد و بر خلاف روش های مودال و انرژی فرآیند استخراج ویژگی از دادهبرداشت شده از حالت های سالم و ناسا

استفاده از تابع آدام و گرادیان کاهشی مورداستفاده قرار گرفت. نتایج  فرضشیپتوسط خود شبکه انجام شده است ضمنا این شبکه با دو 

سازی آدام ن روش توانایی کاربرد به صورت بلادرنگ را دارا است. از سوی دیگر روش بهینهنشان داد که سالم از ناسالم را دارا است. ضمنا ای

های خام پاسخ بهتری می دهد. در صورت استفاده از تابع نرمال کننده عملکرد بهتری داشته و تابع گرادیان کاهشی نیز در محاسبات داده

روش کارامد جهت شناسایی خسارت پل ها است، هرچند اختلافاتی در توان گفت روش شبکه عصبی عمیق کانولوشن یک درنهایت می

 شد. مشاهدههای مختلف فرآیند آموزش شبکه برای حالت
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