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Pore pressure is one of the most important reservoir-drilling parameters and 

knowledge of this pressure is essential for drilling costs, well safety and 

prevention of potential hazards. Research has shown that experimental equations 

have good performance accuracy only for certain regions. Most of these 

experimental equations have been compiled and developed based on a limited 

data set. Therefore, these correlations are valid in the range of changes in the 

parameters of those fields and are not valid for other areas. Therefore, artificial 

intelligent methods have given way to empirical equations. In this study, 2827 

data related to three wells from one of the oil fields located in the southwest of 

Iran have been used. The input variables used in this paper to predict the pore 

pressure include 9 variables that have been selected using the feature selection 

method. In this study, 4 artificial intelligence algorithms include; random forest 

algorithm, support vector regression algorithm, artificial neural network 

algorithm and decision tree algorithm have been used to predict the pore 

pressure. After reviewing the results, it was found that the performance accuracy 

of the decision tree algorithm is higher than the other three algorithms 

(performance accuracy for the entire data set including R2 = 0.9985 and RMSE = 

14.460 psi). Among the advantages of this algorithm compared to other 

algorithms are the best results without the need for statistical knowledge, 

separation of unnecessary data, short time to prepare data and reduction of 

relative error by finding the main node of the decision maker and analyzing it. 

Therefore, it can be concluded that with the development of this technique, it is 

possible to have high performance accuracy for a small amount of data from each 

field. 
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های مبتنی گیری از روشهای پتروفیزیکی با بهرههای گمانهبینی فشار منفذی دادهپیش

 بر هوش مصنوعی
 3لجم اورک، سحر 2، حمزه قربانی1*میثم رجبی

 استادیار گروه مهندسی معدن، دانشگاه صنعتی بیرجند، بیرجند، ایران -1

 باشگاه پژوهشگران جوان و نخبگان ، واحد اهواز، دانشگاه آزاد اسلامی، اهواز، ایران -2

 شناسی، دانشکده علوم زمین، دانشگاه تحصیلات تکمیلی علوم پایه زنجان، ایرانکارشناسی ارشد زمین -3

 چکیده
های حفاری، افزایش رود و آگاهی از این فشار، برای کاهش هزینهحفاری به شمار می-ترین پارامترهای مخزنیفشار منفذی یکی از مهم

های هوشمند جایگزین خوبی برای معادلات تجربی هستند که تنها ایمنی چاه و پیشگیری از خطرات احتمالی ضروری است. امروزه روش
ای مربوط به سه چاه از مجموع داده 2222یافته بودند. مطالعه پیش رو، از  و توسعه آوریهای محدود، جمعه دادهبر اساس مجموع

متغیر  9بینی فشار منفذی شامل منظور پیشها نفتی واقع در جنوب غرب ایران بهره برده است. متغیرهای ورودی مورداستفاده بهمیدان
اند. در این مطالعه از چهار الگوریتم هوش مصنوعی شامل  الگوریتم جنگل شدهخاب ویژگی، برگزیده بوده که با استفاده از روش انت

بینی فشار منظور پیشبه 4و الگوریتم درخت تصمیم 3، الگوریتم شبکه عصبی مصنوعی2، الگوریتم رگرسیون بردار پشتیبان1تصادفی
لکرد الگوریتم درخت تصمیم، بیشتر از سه الگوریتم دیگر است. مقدار مربع دهد که دقت عمشده است. نتایج نشان میمنفذی استفاده

( برای تخمین فشار منفذی توسط الگوریتم درخت تصمیم به ترتیب RMSE) 6( و مجذور میانگین مربعات خطا𝑅2) 5ضریب همبستگی
های های این الگوریتم، ارائه بهترین نتیجه بدون نیاز به دانش آماری، جدا کردن دادهبرآورد شد. ازجمله مزیت  460/14psiو  9925/0

توان چنین تحلیل ها در زمان کوتاه و کاهش خطای نسبی با یافتن گره اصلی تصمیم گیر است. بنابراین میسازی دادهغیرضروری، آماده
 شود.های کم از هر میدان، دقت عملکرد بالایی نتیجه مید، برای تعداد دادهنمود که با توسعه این روش هوشمن

 های پتروفیزیکی، الگوریتم درخت تصمیم، انتخاب ویژگی.های هوش مصنوعی، دادهفشار منفذی، الگوریتم :کلمات کلیدی

 شناسه دیجیتال: سابقه مقاله:

 https://doi.org/10.22065/jsce.2022.309523.2600 چاپ انتشار آنلاین پذیرش بازنگری دریافت

doi: 
22/02/1400 15/12/1400 15/02/1401 15/02/1401 30/11/1401 10.22065/jsce.2022.309523.2600 

  میثم رجبی نویسنده مسئول:*

  m.rajabi@birjandut.ac.ir پست الکترونیکی:

                                                           
1 Random forest algorithm 
2 Support vector regression algorithm 
3 Artificial neural network algorithm 
4 Decision tree 
5 Correlation coefficient 
6 Root mean square error 
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 مقدمه -1

های تأثیرگذار در فرایند حفاری و اکتشاف ازجمله بازده حفاری و هزینه عملیات چاه مانند اترین پارمترفشار منفذی یکی از مهم

. تعیین [4-1]سازی ساختار است و تحلیل پایداری چاه، طراحی پوشش، طراحی برنامه گل، عملیات حفاری و بهینه طراحی چاه، تجزیه

ها کرده و از هدر رفتن گل حفاری فذی کمک شایانی به تولید و تزریق انتخابی و ردیابی مسیرهای نشت هیدروکربندقیق فشار من

ای در صنعت نفت و گاز همچون از دست دادن گل تباه این پارامتر مهم سبب ایجاد مشکلات عدیده. تخمین اش[6, 5]کند جلوگیری می

 .[2]شود ناپذیر مالی )برای صنعت نفت( و جانی )برای کارکنان حفاری( میحفاری که نتیجه آن فوران چاه و آسیب جبران

ر زمانی . این فشا[2]فشار منفذی یا فشار سازندی، فشار سیالات درون منفذ سازند بوده که ناشی از پتانسیل هیدرولیکی است 

در غیر اینصورت  [9]شود که فشار سیال حفاری بیشتر از این فشار و کمتر از فشار شکست سازند باشد عنوان یک فشار ایمن شناخته میبه

 .[10]ای عملیات چاه به وجود می آید مشکلات و معضلات عدیده ای بر

, 11]های هوش مصنوعی به منظور پیش بینی پارامترهای مختلف استفاده کردند در طول سالیان اخیر محققان بسیاری از روش

باشد. اولین . یکی از مهمترین پارامترهای مهم مخزنی که با استفاده از هوش مصنوعی تخمین زده شد، تعیین فشار منفذی می[12

 ارائه 1943در سال  2ی تجربی گردید توسط ترزاقیک معادلهبینی فشار منفذی صورت گرفت و منجر به ارائه یمنظور پیشمطالعاتی که به

شده و تمامی اثرات تنش ازجمله تغییرات سرعت موج الاستیک را شد. بر اساس این تئوری فشار سرباره به وسیله فشار منفذی، خنثی

ها و بر اساس انحراف خط نرمال در ، با توجه به خواص شیل1965در سال  2عنوان تنش مؤثر در نظر گرفت. تحقیقات هاتمن و جانسونبه

بینی فشار غیرطبیعی سازند بر منظور پیش( را به1ی ). در همان سال بینگهام نیز معادله[13]گیری سرعت صوت در نگاره انجام شد اندازه

 : [14]اساس پارامترهای حفاری ارائه داد 

𝑅𝑂𝑃 = 𝑑 ∗ 𝑅𝑃𝑀𝐸 ∗ (
𝑊𝑂𝐵

𝐷
)

𝐷𝑒

 
(1) 

وزن   𝑊𝑂𝐵قطر مته؛  𝐷ثابت سرعت چرخش؛  𝐸سرعت چرخش حفاری؛  𝑅𝑃𝑀ثابت حفاری؛  𝑑نرخ نفوذ؛  𝑅𝑂𝑃  که در آن؛

 وزن روی مته توانی است. 𝐷𝑒روی مته و 

منظور تغییر ( و از آن به2ی بینگهام را تغییر داده )معادله معادله Deترم جدیدی به نام با تعریف  9جردن و شرلی 1966در سال 

 .[15]فشار معمولی به غیرطبیعی استفاده کردند )در صورتی که دانستیه گل ثابت نگه داشته شود( 

𝐷𝑒 = (
𝑙𝑜𝑔 (

𝑅𝑂𝑃
𝑅𝑃𝑀

)

𝑙𝑜𝑔 (
12𝑊𝑂𝐵

106𝐷
)

) 
(2) 

، فشار اضافی در یک نقطه را که توسط ماتریس سنگ و سیال موجود در ماتریس سنگ ایجاد 1996ترزاقی و همکاران در سال 

 شود.( محاسبه می4ی )تابعی از چگالی سنگ است و از طریق معادله overS. میزان [16]اند کرده ( گزارش3شود با معادله )می

𝑆𝑜𝑣𝑒𝑟 = 𝑆𝑒𝑓𝑓 + 𝑃𝑃 (3) 

𝑆𝑜𝑣𝑒𝑟 = 0.433 ∫ 𝜌𝑔ℎ 𝑑ℎ

ℎ

0

 
 

(4) 

 عمق است. ℎ شتاب گرانشی؛ 𝑔 دانسیته سنگ؛ 𝜌 فشار منفذی؛ 𝑃𝑃 فشار مؤثر؛ 𝑆𝑒𝑓𝑓 فشار سرباره؛𝑆𝑜𝑣𝑒𝑟  در معادلات بالا؛

                                                           
7 Terzaghi 
8 Hottmann and Johnson 
9 Jorden and Shirley  
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( میان فشار سرباره، تنش مؤثر و فشار منفذی به همراه ضریبی به نام 5ی تجربی )معادله ارابطه 10وایز و بایوت 1925در سال 

دهند. در این رابطه ضریب بایوت نسبت تغییرات حجم سیال منفذی به تغییرات حجم کل سنگ بوده و در صورتیکه ضریب بایوت ارائه می

های همگن نداشته باشد، این مقدار برابر یک است. شایان ذکر است که، تئوری فوق فقط برای سنگ سیال برای خارج شدن از سنگ مانعی

 .[12]کاربرد دارد 

𝑃𝑃 =
𝑆𝑜𝑣𝑒𝑟 − 𝑆𝑒𝑓𝑓

𝛽
 (5) 

 ضریب بایوت است. 𝛽در این معادله 

مربوط به نگاره بینی فشار منفذی انجام شده است بر روی اطلاعات های اخیر بر روی پیشبیشترین تحقیقاتی که در طی دوره

. [20-12]( ارائه شده است 1995) 12( و باورز1925) 11برشی، مقاومت و فشاری صورت گرفته که این معادلات توسط ایتونسرعت موج

برشی و  فشارشی، موج-های موج تراکمیبینی فشار منفذی با استفاده از نگاره، ایتون دو معادله تجربی برای پیش1925که در سال طوریبه

 .[22-20]ارائه داد  2و  6صورت معادلات های مقاومت بهنگاره

𝑃𝑃 = 𝑆𝑜𝑣𝑒𝑟 − (𝑆𝑜𝑣𝑒𝑟 − 𝑆ℎ𝑦𝑑) (
∆𝑡𝑠

∆𝑡

)
𝑞

 (6) 

𝑃𝑃 = 𝑆𝑜𝑣𝑒𝑟 − (𝑆𝑜𝑣𝑒𝑟 − 𝑆ℎ𝑦𝑑) (
𝐺𝑅𝑡𝑠

𝐺𝑅𝑡

)
𝑞

 (2) 

گیری شده در شیل با نگاره موج تراکمی نگاره صوتی اندازه 𝑡𝑠∆ گرادیان فشار منفذی هیدرواستاتیک؛ 𝑆ℎ𝑦𝑑 ها،در این معادله

نگاره مقاومت در پروفایل نرمال   𝐺𝑅𝑡𝑠 گیری شده در شیل با نگاره موج تراکمی؛نگاره صوتی اندازه 𝑡∆ی روند نرمال در نمودار چاه(؛ )ناحیه

 نگاره مقاومت هستند. 𝐺𝑅𝑡فشار منفذی و 

. برای برطرف کردن [24, 23]این معادلات تنها برای همان نواحی مورد مطالعه پاسخ منطقی دارد شده،  بر اساس نتایج ارائه

بینی پارامترهای کلیدی مربوط به صنعت نفت و گاز، محققان بسیاری به هوش مصنوعی گرایش پیدا کرده منظور پیشنقص مذکور، اخیراً به

 .[25]اند 

و  15، روش فرمول فیلیپون اصلی14از سه روش روند خطیبینی فشار منفذی منظور پیشبه 13وانگ و همکاران ،2010در سال 

های مرسوم، مشخص گردید که . پس از بررسی این سه روش و روش[26]استفاده کردند  16الگوریتم ژنتیک ترکیبی بدون نرخ جهش

بر اساس اطلاعات مربوط به پنج  12، هو و همکاران2013ژنتیک ترکیبی بدون نرخ جهش بهترین دقت عملکرد را دارد. در سال الگوریتم 

پرداختند. بیشترین درصد خطا برای این الگوریتم در  فشار منفذیبینی به پیش 12چاه از دو میدان متفاوت، از روش شبکه عصبی مصنوعی

 .[1]دهد که دقت عملکرد الگوریتم مذکور قابلِ ملاحظه است ان میبود. این مطالعه نش %2,15حد 

بینی فشار منفذی از الگوریتم شبکه عصبی مصنوعی استفاده منظور پیشباهدف یافتن بهترین روش به 19، عابدین2014در سال 

. [22]این الگوریتم داشت درصد بوده که نشان از کارایی بالای  5شده در این مقاله های استفادهکرد. دقت عملکرد این الگوریتم برای داده

بینی فشار منفذی پرداختند. ایشان بیان داشتند که عصبی احتمالی به پیش، با استفاده از الگوریتم شب2012در سال  20هاریس و همکاران

 .[22]شود ای استفاده میهای لرزهها از دادهکه نتایج حاصل از این الگوریتم دارای دقت عملکرد بالاتر از روابطی است که در آن

                                                           
10 Biot and Willis  
11 Eaton  
12 Bowers  
13 Wang  
14 Trend line method 
15 The original Fillippone formula method 
16 Hybrid genetic algorithm without mutation rate 
17 Hu et al. 
18 Back Propagation Artificial Neural Network 
19 Abidin  
20 Haris et al. 
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های آن شامل سنگی موجود در ایران که دادهشده در سازند ماسه براساس سه چاه حفاری 21، رشیدی و اسدی2012در سال 

نتایج بینی فشار منفذی سازند پرداختند. شبکه عصبی مصنوعی به پیشود، با استفاده از مدل ب23و راندمان حفاری 22انرژی خاص مکانیکی

بینی فشار منفذی های عصبی مصنوعی قادر به پیشو تحلیل قرار گرفت و ثابت شد که شبکه مدل پیشنهادی هوش مصنوعی مورد تجزیه

بینی پیش از عملیات حفاری استفاده کرد های پیشها برای ساخت مدلوتحلیل دادهتوان برای تجزیههستند و این مدل هوشمند را می

[29]. 

شده بهینه 25بیضوی استفاده از سه روش هوش مصنوعیای و با مجموعه داده 352 ، بر اساس2019در سال  24کارماکار و مایاتی

های صورت گرفته مشخص گردید که فشار منفذی را تخمین زدند. پس از بررسی  22و هیبرید مونت کارلو 26با مقیاس گرادیان مثبت

هیبریدی دیگر است  دارای دقت عملکرد بهتری نسبت به الگوریتم شده با مقیاس گرادیان مثبتبیضوی بهینه ترکیب روش هوش مصنوعی

 .[30]داشت  92/0و مقدار خطای نسبی حدود 

، پرسپترون 30، دستگاه بردار پشتیبان29های تقویت گرادیان، از چهار مدل هوش مصنوعی ماشین22، یو و همکاران2020در سال 

ها نشان داد که جنگل تصادفی بهترین بینی فشار منفذی استفاده نمودند. نتایج تحقیقات آنمنظور پیشبه 32و جنگل تصادفی 31چندلایه

از الگوریتم شبکه عصبی مصنوعی برای  33احمد عبدالله و همکاران، 2021. یک سال بعد یعنی در سال [2]دقت عملکردی را دارا است 

و متوسط درصد مطلق  92/0مربع ضریب همبستگی   که پس از ارائه نتایج مشخص گردید که میزان اندداده میدانی استفاده کرده 3100

 .[31]درصد است  2خطای نسبی 

اند، که بر اساس سنگ متمرکزشدهدهد که بیشتر مطالعات مربوطه بر سازندهای تحت سلطه ماسهبررسی ادبیات موجود نشان می

ته، جایی حال، در یک مخزن کربنااند. بااینشدهها برای توضیح رفتار شیل، یعنی همبستگی قوی بین فشار منفذی و تخلخل ساختهآن مدل

های بالا بدون ارتباط منطقی که فشار منفذیطوریتوجهی سفت تر است، بهطور قابلکه درجه ناهمگنی بسیار بالاتر است و سنگ مخزن به

ها در وجود، این مدلهای با دقت پایینی تولید کنند. بااینهای معمولی ممکن است درنهایت تخمینشوند، چنین مدلبا تخلخل مواجه می

های سازی را بر اساس دادهشوند. بنابراین، پژوهش حاضر مدلبینی فشار منفذی در صنعت نفت و گاز استفاده میال حاضر برای پیشح

کند. با توجه به پیچیدگی ذاتی رفتار فشار منفذی و این واقعیت که این پیچیدگی در مخازن کربناته های کربناته )ناهمگن( استوار میسنگ

اند، از اهمیت سازی روابط غیرخطی پیچیده مفید بودهویژه برای مدلهای هوش مصنوعی که بهشود، استفاده از تکنیکحتی بیشتر می

الگوریتم جنگل تصادفی و الگوریتم رگرسیون بردار دهد که هیچ تحقیق قبلی از بالایی برخوردار است. علاوه بر این، بررسی ادبیات نشان می

های صنعتی، فشار منفذی استفاده نکرده است. این در حالی است که استفاده از این الگوریتم در سایر حوزهبینی برای پیش پشتیبان

ها، ارائه های این الگوریتمازجمله مزیتهای غیرخطی پیچیده برجسته کرده است. سازی انجمنهای بزرگ این الگوریتم را برای مدلقابلیت

ها در زمان کوتاه و کاهش خطای نسبی با یافتن سازی دادههای غیرضروری، آمادهاری، جدا کردن دادهبهترین نتیجه بدون نیاز به دانش آم

 . دباشگره اصلی تصمیم گیر می

                                                           
21 Rashidi and Asadi  
22 Mechanical specific 
23 Drilling efficiency 
24 Karmakar and Maiti  
25 Bayesian neural networks 
26 Scaled Conjugate Gradient 
27 Hybrid Monte Carlo 
28 Yu et al. 
29 Gradient boosting machines 
30 Support vector machine 
31 Multilayer perceptron 
32 Random forest 
33 Abdelaal 
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 روش انجام کار -2

عنوان دانش شناخت و طراحی شود و در اکثر مقالات این ابزار بههوش مصنوعی در زبان کامپیوتری هوش ماشینی اطلاق می

دیگر هوش مصنوعی به ابزاری عبارت. به[33, 32]ها قرار دارد شود که در مقابل هوش طبیعی در انسانهای هوشمند شناخته میعامل

سازی فرایندهای تفکری و یی مشابه رفتارهای هوشمند انسانی ازجمله، درک شرایط پیچیده، شبیههاتوانند واکنششود که میگفته می

. [34]ها، یادگیری و توانایی کسب دانش و استدلال برای حل مسائل را داشته باشند های استدلالی انسانی و پاسخ موفق به آنشیوه

ها و های مهندسی مورداستفاده قرارگرفته است. ریشهای برای حل بسیاری از چالشطور گستردههای هوش مصنوعی امروزه بهالگوریتم

شناسی، فیزیولوژی، تئوری کنترل، شناسی، عصب، روانشناسی، ریاضیاتهای هوش مصنوعی را باید در فلسفه، زبانهای اصلی الگوریتمایده

 سازی جستجو کرد.احتمالات و بهینه

 نمودار گردش کار -1-2

های مصنوعی را ای از مراحل مربوط به ساخت، ارزیابی و مقایسه روششماتیکی از نمودار گردش کار است که خلاصه 1شکل 

های ها، دادهآوری کرده، و پس از مرتب کردن دادهها را جمعاساس این نمودار ابتدا دادهدهد. بر بینی فشار منفذی نشان میمنظور پیشبه

باشد که پس از عدد می 52ایم. تعداد داده های حذف شده برای این مقاله حذف نموده k-means clusteringبا استفاده از روش  پرت را

را تعیین کرده و سپس فرایند  (𝑑𝑚𝑎𝑥𝑙و حداکثر ) (𝑑𝑚𝑖𝑛𝑙مقدار حداقل)گردد. پس از آن برای هر متغیر بررسی روش تعیین می

 باشند.می 1و  0های نرمالایز شده، عددی بین ( را انجام می دهیم. لازم به ذکر است داده2سازی )معادله نرمال

(2) 
𝑑𝑖

𝑙 = (
𝑑𝑖

𝑙 − 𝑑𝑚𝑖𝑛𝑙

𝑑𝑚𝑎𝑥𝑙 − 𝑑𝑚𝑖𝑛𝑙
) ∗ 2 − 1 

𝑑𝑖  که در آن:
𝑙 مقدار ویژگیl برای داده iام؛ 𝑑𝑚𝑖𝑛𝑙  کمترین مقدار ویژگیl های مربوط به برای هر متغیر ورودی برای کل داده

 های مربوط به همان ویژگی است. برای هر متغیر ورودی برای کل داده lبیشترین مقدار ویژگی  𝑑𝑚𝑎𝑥𝑙  همان ویژگی؛

شوند. نتایج حاصل بندی می( تقسیم%15( و اعتبارسنجی)%15(، تستی )%20زشی )ها به سه بخش آموسازی، دادهپس از نرمال

بایست مقدار واقعی هر پارامتر را به همان حالت اولیه خود در می آوریم باشد و در این مرحله میمی 1-0شده به صورت بازه هایی بین 

های هوش مصنوعی مورد مقایسه قرارگرفته و بهترین یارهای آماری مدلهای حاصل، با استفاده از معی بعد، داده)اعداد واقعی(. در مرحله

گردد. در پایان، الگوریتم مذکور را بر روی اطلاعات مربوط به یک چاه دیگر نیز تست کرده و نتیجه نهایی گزارش الگوریتم مشخص می

 شود.می
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 بینی نرخ فشار منفذی.: نمودار گردش کار برای پیش1شکل 

 الگوریتم درخت تصمیم -2-2

گیرد، درخت تصمیم ها مورداستفاده قرار میمنظور ارزیابی مجموعه دادهای بهطور گستردهها یادگیری ماشین که بهیکی از روش

دهی شده، سپس توسط ها، سازمانها و رشتهها در یک ساختار سلسله مراتبی متشکل از گرهای از دادهکه مجموعهطوری. به[36, 35]است 

منظور ساخت درخت تصمیم برای . به[32]شوند رای فرایند عددی )رگرسیون( آماده میبندی و بها طبقهای از قوانین دادهمجموعه

ها را بر اساس قوانین های یادگیری ماشین ابتدا تمایزی بین متغیرهای ورودی )یا ویژگی( و متغیرهای هدف ایجاد کرده، سپس دادهبرنامه

های عنوان گره والد عمل کرده که از آن گره. درنهایت با تفکیک بیشتر، هر گره کودک بهکندتقسیم می "کودک"های شده در گرهتعریف

 .[32]شود گیری ایجاد میهای درخت تصمیمبیشتر و لایه

ی کار این الگوریتم به این کند. نحوهها را باهم ترکیب میدهد که انواع مختلف گرهگیری را نشان مییک درخت تصمیم 2شکل 

های کودک در لایه دوم( سپس را ابتدا به دو زیرمجموعه تقسیم کرده )گره شکل است که از گره ریشه )لایه بالایی(، کل مجموعه داده

های کودک را تشکیل داده و درنهایت به های بیشتری از گرهشوند و لایهتر تقسیم میهای کوچکهای کودک بیشتری به زیر گرهگره

ی بندی نشوند، توسعهصورت کامل توسط درخت تصمیم طبقهبه هارسند. تا زمانی که دادههای انتهایی )یا برگ( میلایه نهایی با گرهیک

های بیشتری در یک درخت ها و گرهکند. یکی از نکات مهم در مورد الگوریتم درخت تصمیم این است که هرچه لایهدرخت، ادامه پیدا می

 . [40, 39]یابد گشته و دقت عملکرد کاهش می 34گیری وجود داشته باشد باعث پدیده بیش برازشتصمیم

هایی است که کمتر موردنیاز هستند. از سازی آسان و جدا کردن دادهای مهم این الگوریتم خواندن و تفسیر ساده، آمادهاز مزای

باشد. همچنین، در مقایسه با خواندن و تفسیر میها بدون نیاز به دانش آماری قابلگیر این است که خروجی آندیگر مزایای درختان تصمیم

ای حال، کاربران باید اطلاعات آمادهکنند. بااینها، درختان تصمیم تلاش کمتری میسازی دادهگیری، برای آمادههای تصمیمسایر تکنیک

ها را بدون بندی دادهتوانند طبقهها همچنین میبینی متغیر هدف در اختیار داشته باشند. آنبرای ایجاد متغیرهای جدید، باقدرت پیش

هایی که کمتر موردنیاز هستند را جدا مزیت دیگر درخت تصمیم این است که پس از ایجاد متغیرها، دادهمحاسبات پیچیده ایجاد کنند. 

 کند.می

                                                           
34 Overfitting 
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 بینی فشار منفذی.: شماتیک الگوریتم درخت تصمیم برای پیش2شکل 

جهت تعیین اهمیت هر ویژگی،  giniبا استفاده از معیار  ،افزار پایتونگیری در نرمدر این مطالعه، یک مدل درخت تصمیم

ای که در ایجاد هر تقسیم باید گیری در مورد هر ویژگی و مقدار آستانهکننده برای تصمیمتقسیم "بهترین"، 1کدگذاری شده است. جدول 

 دهد.اعمال شود را نشان می

 بینی فشار منفذی.منظور پیش: پارامترهای کنترلی برای الگوریتم درخت تصمیم به1جدول 

 مقدار پارامترهای کنترلی

 105 حداکثر عمق

 Gini معیار

 Best جداکننده

 خطای میانگین مربعات تابع هدف

 ثانیه 0,011452 بینیمثال زمان پیش

 الگوریتم ماشین بردار پشتیبان -3-2

ارائه شد. این الگوریتم یکی الگوریتم ماشین بردار پشتیبان توسط کرت و وپنیک بر اساس نظریه یادگیری آماری،  1995در سال 

ای را برای . این الگوریتم ابتدا توابع هسته[41]بندی و رگرسیون است های مختلف طبقههای بسیار پرکاربرد در زمینهاز الگویتم

شده و درنهایت ها ساختهدهد. سپس، یک ابرهواپیما در فضای ویژگیبردارهای غیرخطی به ابعاد بالاتر مورداستفاده قرار میبرداری نقشه

ها و ابرهواپیما برای زیرمجموعه آموزشی به کند. با ایجاد بردارهای پشتیبان، فاصله بین کلاسبندی میها را به دو کلاس تقسیمداده

بینی فشار منفذی منظور پیش. در این مقاله، یک مدل ماشین بردار پشتیبان با استفاده از رگرسیون، به[42]رسند حداکثر مقدار خود می

 شده است.ارائه

[𝑥𝑖]منظور تعیین متغیرهای ورودی و متغیر خروجی مرتبط به ترتیب از پارامترهای مدل ماشین بردار پشتیبان به ∈ 𝑋 = 𝑅ℎ  و

𝑦𝑖 ∈ 𝑋 = 𝑅 کند درجایی کهاستفاده می i=1, 2, 3, …, h های مربوط به این مدل هوش مصنوعی از یک تابع رگرسیون بینیباشد. پیشمی

y = f(x) (.9شود )معادله آمده و مقادیر هدف با استفاده از یک تابع هدف یادگیری تقریب زده میدستبه 

(9) 𝑓(𝑥, 𝑒) = ℎ 𝑍(𝑥) + 𝑑 

,𝑓(𝑥 که در آن،  𝑒) بینی تابع هدف،پیش𝑍(𝑥) های فضای بالای برداری از ویژگینقشهx ،  ℎ 𝜖 𝑅فاکتور وزن الگوریتم و 𝑑 𝜖 𝑅 

 هر متغیر ورودی است. حد آستانه

منظور تعریف تابع هدف از (. همچنین به10شود )معادله شکل زیر و با کاهش عملکرد ریسک حاصل می به dو  Zضرایب 

 شود.استفاده می 11معادله
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(10) 1

2
‖𝑍‖2 + 𝐶

1

𝑙
∑ 𝐿𝜀(𝑦𝑖 , 𝑓(𝑥𝑖 , 𝑍))

𝑛

𝑖=1

 

(11) 𝐿𝜀(𝑦𝑖 , 𝑓(𝑥𝑖 , 𝑍)) = {
0,  𝑦𝑖 − 𝑓(𝑥𝑖 , 𝑍) ≤ 𝜀

|  𝑦𝑖 − 𝑓(𝑥𝑖 , 𝑍)| − 𝜀, 𝑜𝑡ℎ𝑒𝑟𝑤𝑖𝑠𝑒
 

          معیاری میان میزان مبادله بین مسطح بودن مدل و خطای تجربی و C صاف بودن عملکرد،𝑍‖2‖  ها،در این معادله
1

𝑙
∑ 𝐿𝜀(𝑦𝑖 , 𝑓(𝑥𝑖))1

𝑖=1  نشانگر تابع هدف است.  

به شرح زیر  ∗𝜑 و 𝜑به تابع هدف اصلی، استفاده از تبدیل تابع خطی منظم و تعریف دوثابت  d و  Z های تبدیل ضرایبیکی از راه

 است:

(12) 
𝑀𝑖𝑛 

1

2
𝑍2 + 𝐶

1

𝑙
∑( 𝜑𝑖 − 𝜑𝑖

∗)

𝑙

𝑖=1

 

(13) 
𝑆𝑢𝑏𝑗𝑒𝑐𝑡𝑒𝑑 𝑡𝑜 {

 𝑦𝑖 − 𝑓(𝑥𝑖 , 𝑍) − 𝑏 ≤ 𝜀 +  𝜑𝑖

𝑓(𝑥𝑖 , 𝑍) + 𝑑 −  𝑦𝑖 ≤ 𝜀 + 𝜑𝑖
∗

𝜑𝑖 , 𝜑𝑖
∗ > 0

 

 .[44, 43]شود بیان می 14که پاسخ با معادله طوریتوان با استفاده از ضرب لاگرانژی حل کرد بهمیرا  درنهایت این معادله

(14) 
𝑓(𝑥, 𝜌𝑖 , 𝜌𝑖

∗) ∑( 𝜌𝑖 − 𝜌𝑖
∗)

𝑁

𝑖=1

(∀(𝑥𝑖). ∀(𝑥)) + 𝑑 

ها ای مناسب تعریف کرد. این هستههای محاسبات ریاضی در فضایی با ابعاد بالا، باید تابع هستهمنظور غلبه بر پیچیدگیبه

ی برای این اطورکلی چهار تابع هستههای محاسباتی، سرعت و پردازش عملکرد را نیز کنترل کند. بهتواند علاوه بر حل پیچیدگیمی

 .[45]هستند  32و خطی 32، تابع پایه شعاعی36، سیگموئید35ایالگوریتم وجود دارد که شامل چندجمله

های هسته مذکور (. از ویژگی3شده است )شکل ی تابع پایه شعاعی در این مطالعه استفادههای ذکرشده، از هستهاز میان هسته

، پارامترهای کنترلی 2. جدول [46]های مربوط به آموزش جلوگیری به عمل آورد تواند از نویزهای به وجود آمده در دادهاین است که می

 دهد.مربوط به این الگوریتم را نشان می

 

 بینی فشار منفذی.: شماتیک الگوریتم ماشین بردار پشتیبان برای پیش 3شکل 

 

                                                           
35 Polynomial 
36 Sigmoid 
37 Radial basis function 
38 Linear 
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 بینی فشار منفذی.منظور پیش: پارامترهای کنترلی برای الگوریتم ماشین بردار پشتیبان به2جدول 

 مقدار پارامترهای کنترلی

 RBF عملکرد هسته

 ε 2/0 محدوده

 C  105000 محدوده

 اعمال نشده است اعتبار سنجی متقابل

γ محدوده (RBF)  045/0 

 های تصادفیالگوریتم جنگل -4-2

ای که این گونهبه های تصادفی است.هایی که شباهت زیادی به الگوریتم درخت تصمیم دارد، الگوریتم جنگلیکی از الگوریتم

دهد. یافته الگوریتم درخت تصمیم نامید. این الگوریتم، چندین درخت تصمیم را برای ارزیابی ایجاد و توسعه میتوان، توسعهالگوریتم را می

ای ورودی های متغیرهبندی، رگرسیون و آموزش مبتنی بر دادهالگوریتمِ مذکور، یک الگوریتم تحت نظارت است که اساس آن بر طبقه

ها از منظور ارتباط بین آنهم است و بهصورت موازی و رو به رویگیری متعدد بهساخت درختان تصمیم . طریقه[42, 42]بناشده است 

شود. این الگوریتم نیز مشابه الگوریتم درخت تصمیم نسبت به افزایش گره و لایه حساس است و های نسبتاً کمی استفاده میها و گرهلایه

 .[49]شود افزایش آن سبب پدیده بیش برازش در دقت عملکرد الگوریتم می

صورت گردد ) به 39منظور آموزش الگوریتم جنگل تصادفی، ابتدا بخشی از یک مجموعه داده باید انتخاب و بوت استرپبه

بندی نشده و یا درخت رگرسیون استفاده کرد. یکی از های طبقهبندی دادهتوان با استفاده از این مجموعه، برای دستهتصادفی(. سپس می

کند. این الگوریتم، تعداد کمی از عنوان کاندیدا انتخاب نمیی متغیرهای ورودی را بهیتم این است که همههای بارز این الگورویژگی

کند. نکته حائز اهمیت این است که اگر تعداد طور تصادفی پذیرفته و سپس برای عملیات آموزش استفاده میها را بهمتغیرهای ورودی

بینی متغیر صورت تکرار بسازد تا پیشگیری بهوریتم چنین قابلیتی دارد تا تعدادی درخت تصمیماندازه کافی نباشند، این الگدرختان به

 گردد:صورت زیر بیان میبینی الگوریتم جنگل تصادفی بهخوبی صورت پذیرد. تابع پیشوابسته )تابع هدف( به

(15) 
𝑓̂𝑅𝐹

𝑀 (𝑥) =
1

𝑀
 ∑ 𝑅𝑖(𝑥)

𝑀

𝑘=1

 

𝑓𝑅𝐹  که در آن
𝑀 (𝑥) بینی الگوریتم جنگل تصادفی،تابع پیش  𝑀 ،تعداد درختان مستقل  𝑥تعداد متغیرهای ورودی و 𝑅𝑖(𝑥) 

 امین داده است. iبینی رگرسیون یک درخت برای پیش

صورت مجزا رگرسیون گرفته سپس میانگین نتایج تک درختان بهمنظور برآورد خطای درختان خارج از دسته باید از تکبه

-نشده و پس از آموزش در فرایند دستههایی هستند که در فرایند آموزش انتخابگردد. درختان خارج از دسته آن قسمت از دادهگزارش 

های خارج بینی نتایج حاصل از دادهمنظور بررسی خطای درختان خارج از دسته، ابتدا از صحت پیششوند. این الگوریتم، بهبندی مشتق می

کند(. سنجی میصورت یک زیرمجموعه مستقل ارائه داده و با نتایج درون دسته مقایسه و صحت)این مجموعه را به شوداز دسته مطلع می

کند. این امر به حذف و بندی نتایج ارزیابی میسپس، اهمیت نسبی هر یک از متغیرهای ورودی را نسبت به متغیر هدف بر اساس جمع

کند تا کارایی مدل، سرعت پردازش و همچنین دقت عملکرد نتایج حاصله اد مدل کمک میمنظور کاهش ابعکاهش متغیرهای ورودی به

-داشتن بقیههایی که برای دستیابی به این هدف وجود دارد این است که با تغییر دو متغیر ورودی و ثابت نگه. ازجمله راه[50]افزایش یابد 

. [49]را ثبت و اهمیت نسبی هر متغیر ورودی برای متغیر وابسته را مشخص کرد  40انده، ریشه میانگین خطای مربعی متغیرهای باقیم

 دهد.شماتیک الگوریتم جنگل تصادفی را نشان می 4شکل 

                                                           
39 Bootstrapped 
40 Rout mean square error 
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 های درون دسته و خارج از دسته.تصادفی برای درخت: شماتیک روش الگوریتم جنگل 4شکل 

الگوریتم جنگل  Scikit Learnها جنوب ایران از محیط های یکی از میدانبینی فشار منفذی برای چاهدر این مطالعه برای پیش

 آمده است. 3شده که پارامترهای کنترلی مربوط به این الگوریتم در جدول تصادفی استفاده

 بینی فشار منفذی.منظور پیشپارامترهای کنترلی برای الگوریتم جنگل تصادفی به: 3جدول 

 مقدار پارامترهای کنترلی

 1050 حداکثر عمق

 0 حالت تصادفی

 1050 گیریتعداد درختان تصمیم

 خطای میانگین مربعات تابع هدف

 42/5 بینیمثال زمان پیش

 الگوریتم شبکه عصبی مصنوعی -5-2

کند یکی از پرکاربردترین الگوریتم مورداستفاده در علوم مختلف که به بررسی و حل مشکلات پیچیده ریاضی کمک شایانی می

های ها لایهای که درون این الگوریتمگونهبوده به 41های جعبه سیاه. این الگوریتم یکی از الگوریتم[51]الگوریتم شبکه عصبی مصنوعی است 

های پیچیده را با دقت بیشتری انجام دهد. در این مطالعه از الگوریتم شبکه عصبی مصنوعی گیرند تا محاسبات رگرسیونپنهان قرار می

 باشد.لایه پنهان میشده که دارای یکاستفاده

ی بعدی در الگوریتم شبکه عصبی مصنوعی بر اساس دو پارامتر وزن و بایاس ه لایهلایه بهای عصبی یکانتقال اطلاعات از سلول

توان به عملکرد مطلوب رسید. اطلاعات واردشده به الگوریتم شبکه عصبی مصنوعی در لایه پنهان ها میگیرد که با تنظیم آنصورت می

 16ساز برای الگوریتم شبکه عصبی مصنوعی توسط معادله ع فعالشوند. تابساز تنظیم میشده و با استفاده از یک تابع فعالپردازش

 شده است:معرفی

(16) 
𝑓(𝑥) = 𝑓 (∑ 𝑊𝑖𝑗𝑥𝑖 + 𝑏𝑗

𝑖=1

) 

 است. thjو نورون  thiها وزن ارتباط بین ورودی  thi، 𝑤𝑖متغیر ورودی   𝑥𝑖 لایه بایاس،  𝑏 ساز،تابع فعال 𝑓(𝑥)   که در آن،

                                                           
41 Black box 
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ها را در لایه پنهان بهبود بخشیده و این مهم را با به ها و بایاستنظیم وزن 42الگوریتم انتشار مجددعصبی معمولًا با  یشبکه

 دهد.انجام می 12های آموزشی طبق معادله بینی و واقعی برای همه دادهحداقل رساندن میانگین ریشه خطای مربع بین مقادیر پیش

(12) 𝐸𝑟𝑟𝑜𝑟𝑀𝑆𝐸 =
1

𝑆
 ∑ (𝛽̂𝑖 − 𝛽𝑖)

2
𝑚

𝑖
 

مقدار واقعی برای هر  𝛽̂𝑖  های موجود برای هر پارامتر،تعداد داده 𝑆  خطای میانگین ریشه خطای مربع، 𝐸𝑟𝑟𝑜𝑟𝑀𝑆𝐸  در آن، که

 باشد.بینی برای هر متغیر ورودی میمقدار پیش 𝛽𝑖  متغیر ورودی،

که یک الگوریتم مبتنی بر  RMSpropشده است. نرخ یادگیری اولیه مربوط به استفاده RMSpropساز در این مطالعه از بهینه

  .[52]اند شدهنشان داده 19و  12گرادیان است در معادلات 

(12) 𝛾[𝑔𝑟2]𝑛 = 0.9𝐸[𝑔𝑟2]𝑛−1 + 0.1𝑔𝑟𝑛
2 

(19) 𝜏𝑛+1 = 𝜏𝑛 −
𝛿

√𝛾[𝑔𝑟2]𝑛 + 𝜖
𝑔𝑟𝑛 

میزان  𝛿  تکرار، nتابع هدف برای 𝜏𝑛   تکرار، nتابع گرادیان برای  𝑔𝑟𝑛  تکرار، nگرادیان میانگین برای  𝛾[𝑔𝑟2]𝑛  که در آن،

 باشد.یادگیری برای الگوریتم می

عنوان متغیرهای ورودی وارد شبکه ساختار شبکه عصبی مصنوعی شامل یک تک لایه مخفی است که همان تعداد نورون که به

(. 5بینی متغیر وابسته )هدف( )شکل یشنورون برای پ 1ی خروجی با لایهلایه مخفی و با یکوزن در یک 600شود را پردازش و عصبی می

محیط مربوط به یک بسته یادگیری عمیق کدگذاری شده در پایتون صورت گرفته که بر روی  Kerasپیکربندی و اجرای این مدل در  

 شده است.پارامترهای کنترلی مربوط به این الگوریتم گزارش 4شود. جدول اجرا می TensorFlowیادگیری ماشین 

 

 بینی فشار منفذی.منظور پیشبه ANN: پارامترهای کنترلی برای الگوریتم 4جدول 

 مقدار پارامترهای کنترلی

 1 های پنهانتعداد لایه

 600 ها در لایه پنهانتعداد وزن

 )واحد خطی مقیاس نمایی( SELU کندسازی از ورودی به لایه مخفی استفاده میتابع فعال

 SELU شودکردن لایه خروجی استفاده میسازی برای مخفی تابع فعال

 MSE عملکرد هدف برای زیرمجموعه آموزشی به حداقل رسیده است

 RMSprop سازیالگوریتم بهینه

 %20 حداقل دلتا

 402 تعداد تکرارها

 150 میزان یادگیری

 

                                                           
42 Backpropagation algorithm 
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 بینی فشار منفذی.: شماتیک الگوریتم شبکه عصبی مصنوعی برای پیش5شکل 

 های مربوط به انتخاب ویژگی انتخاب ویژگی و روش -6-2

بینی فشار منفذی را با استفاده از توان دقت عملکرد پیشمنظور یافتن بهترین و تأثیرگذارترین متغیرهای ورودی، میبه

. یکی از دلایل ارائه [53]داد وتحلیل کاهش ها را نیز به هنگام تجزیههای جدید هوش مصنوعی افزایش و زمان اجرای الگوریتمالگوریتم

های هوش مصنوعی روش انتخاب ویژگی، وجود تعداد بسیار زیادی از متغیرهای ورودی بالقوه بوده و این متغیر بر سرعت و دقت الگوریتم

( Xهای هوش مصنوعی، تعداد ترکیب متغیرها تابعی از تعداد متغیر ورودی ). جهت بهبود عملکرد مدل][54]گذارد تأثیر بسیار زیادی می

 2042متغیر ورودی استفاده شود،  3بینی فشار منفذی از منظور پیش. به عبارتی اگر به][56 ,55]کند تبعیت می x2بوده و از قانون 

های انتخاب گردد. روششود که این تعداد ترکیب متغیرها سبب کاهش سرعت عملکرد هوش مصنوعی میها ایجاد میترکیب از آن ویژگی

ها ترین روشبندی جز دقیقبوده که بر اساس نتایج محققان، روش بسته 45و جاسازی 44بندی، بسته43ویژگی، شامل سه روش  فیلترینگ

باهدف  فشار منفذیبینی منظور پیش. در این روش، از هیبرید الگوریتم ژنتیک و پرسپترون ساده چندلایه به[52, 52]شود محسوب می

 . [60, 59, 22]شود کاهش تابع هزینه خطای میانگین مربع استفاده می

 هاها، بررسی انتخاب ویژگی، توصیف دادهآوری دادهجمع -3

 هاآوری دادهجمع -1-3

شده است. ها نفتی جنوب غرب ایران استفادهواقع در یکی از میدان C# و A، #B#های مربوط به سه چاه در این مقاله از داده

 B  905#های مورداستفاده در چاه متر، تعداد داده 3454تا  3252داده در فاصله عمق بین  A  922#های مورداستفاده در چاه تعداد داده

متر  3390تا  3204داده در فاصله عمق بین  C  934#های مورداستفاده در چاه متر و تعداد داده 3325تا  3194بین داده در فاصله عمق 

بینی فشار منظور پیشمتر است. در ابتدا به C 2/0# و   A, #B#ها برای هر سه چاه  باشند. لازم به ذکر است که فاصله ثبت دادهمی

(، اشعه گامای طیفی Vs) 42برشی(، سرعت موجCGR) 42(، تصحیح اشعه گاماLLS) 46قایی سطحیمتغیر شامل نگاره ال 12سازندی، 

(، مقاومت PEF) 52(، ضریب جذب فوتوالکتریکNPHI) 51(، تخلخل نوترونیDT) 50سازی(، زمان انتقال صوتی فشردهSGR) 49نشدهاصلاح

                                                           
43 Filtering 
44 Wrapping 
45 Embedded 
46 Laterolog shallow 
47 Corrected gamma ray 
48 Shear-wave velocity 
49 Uncorrected spectral gamma-ray 
50 Compression sonic transit time 
51 Neutron porosity 
52 The photoelectric absorption factors 
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توسط اداره ( Vp) 52( و سرعت موج فشاریHS) 56(، اندازه چاهCALL) 55(، نگاره قطرسنجRHOB) 54(، تراکم سنگILD) 53عمیق

 شده است.فراهمپتروفیزیک شرکت ملی نفت 

 های ورودیانتخاب ویژگی برای داده -2-3 

 B (1293#و  A#های های مربوط به چاهمنظور استفاده در انتخاب ویژگی، ابتدا کل دادهبه MLP-GAپس از تعیین الگوریتم 

هایی بندیارائه داده سپس این الگوریتم با توجه به دسته MLP-GAهای بیشتر به الگوریتم داده ست( را به دلیل پراکندگی و وسعت داده

ها کمک کرده تا بهترین ترکیب از ( به کاهش ویژگیRMSEدهد و همچنین معیاری که در نظر دارد )کمترین مقدار که صورت می

( را .… ,H1, H2تک پارامترهای ورودی )های یکی، تکعنوان مثال برای دستهترها را از نظر دقت عملکرد ارائه دهد. بهمؤثرترین پارام

نتایج را با هم مقایسه  RMSEداده و خروجی گرفته، سپس با استفاده از معیار  MLP-GAعنوان ورودی به الگوریتم صورت جداگانه بهبه

نشانگرها را  5کند. جدول گونه عمل میهای دیگر نیز به همینبوده و به همین ترتیب برای دسته H10به  کرده که بهترین نتیجه مربوط

متغیر ورودی  9ترکیب متغیر ورودی،  12کننده این واقعیت است که از بیان 6دهد. نتایج موجود در جدول های ورودی نشان میبرای داده

LLS ، CGR،Vs ،Vp ، SGR ،NPHI ، PEF،ILD  و RHOB باشندعنوان بهترین ترکیب ازنظر دقت عملکرد مطرح میبه. 

 بینی فشار منفذی.منظور پیش: نشانگرهای هر ویژگی به5جدول 

 نماد ویژگی نماد ویژگی
NPHI H1 CALL H7 

HS H2 SGR H8 
ILD H3 PEF H9 

RHOB H4 Vs H10 
CGR H5 DT H11 
LLS H6 Vp H12 

 

 داده ستB (1983 .)#و  A#های مربوط به دو چاه شده از روش انتخاب ویژگی با استفاده از داده: نتایج ارائه6جدول 

 RMSEمقدار  ورودی هایویژگی تعداد ویژگی

1 H10 122.1249 
2 H10, H12 95.3524 
3 H4, H12, H10 81.5487 
4 H12, H3, H10, H4 72.3655 
5 H6, H4, H10, H12, H3 65.1785 
6 H8, H3, H6, H4, H10, H12 60.3248 
7 H5, H10, H8, H12, H4, H3, H6 56.6555 
8 H9, H8, H12, H6, H3, H4, H10, H5 53.3476 
 H1, H6, H3, H8, H4, H10, H12, H5, H9 51.9215)بهترین ترکیب( 9

10 H11, H9, H4, H10, H12, H5, H8, H3, H6, H1 53.7845 
11 H2, H4, H1, H5, H10, H8, H9, H6, H11, H12, H3 56.0024 
12 H7, H11, H12, H1, H3, H2, H8, H9, H5, H10, H4, H6 58.6315 

 ها توصیف داده-3-3

متغیر ورودی(، از  9پس از بررسی انتخاب ویژگی برای متغیرهای ورودی و تعیین بهترین انتخاب برای ترکیب متغیرهای ورودی )

پارامترهای آماری مربوط به  2شود. جدول های هوش مصنوعی استفاده میبرای ساخت الگوریتم B#و  A#اطلاعات مربوط به دو چاه 

                                                           
53 Deep resistivity 
54 Bulk density 
55 Caliper 
56 Hole size 
57 Compressional-wave velocity 
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های منظور اعتبار سنجی دادهها )سه چاه( ارائه داده است. بهانتخاب ویژگی به ترتیب برای مجموع کل دادهمتغیرهای ورودی را پس از 

 شده است. استفاده 52مربوط به فشار منفذی از ابزار آزمایش مجدد سازند

مجموعه  A, #B and #C (2227#سه چاه  های. اطلاعات آماری مربوط به متغیرهای ورودی پس از بررسی روش انتخاب ویژگی برای کل داده7جدول 

 ای(.داده

 

 

 

 چاه

تصحیح  متغیرها

 اشعه گاما  

تخلخل 

 نوترونی

سرعت 

موج 

   فشاری

ضریب جذب 

 فوتوالکتریک  

سرعت  مقاومت عمیق

 برشی  موج

نگاره القایی 

 سطحی  

اشعه گامای 

طیفی 

 نشده  اصلاح

 فشار منفذی تراکم سنگ  

 CGR NPHI Vp PEF ILD Vs LLS SGR RHOB PP نماد

 GAPI PU km/s Barn/cm3 mmho/m km/s mmho/m GAPI g/cm3 Psi واحد

اطلاعات 

مربوط به 

تمام 

های چاه

#A ،#B  و
#C 

 5718.30 2.98 45.00 209.35 246.57 1226.05 3.03 53.64 13.03 23.45 میانگین

انحراف 

 معیار

19.51 5.50 2.96 1.48 4421.68 241.40 1631.94 20.92 0.54 401.51 

2662282.3 58251.17 19544359.31 2.20 8.75 30.22 380.69 واریانس
9 

437.54 0.29 161151.80 

 4592.54 1.20 12.21 0.48 57.55 0.42 0.45- 45.72 1.55- 1.06 مینیمم

 6690.12 3.93 146.30 20003.12 738.98 20012.34 6.33 82.91 46.67 124.27 ماکزیمم

 0.07- 0.21 1.45 11.24 0.92 3.85 0.42- 2.09 0.92 2.05 چولگی

 0.53- 1.12- 2.94 130.26 1.09- 13.17 0.54- 12.90 4.84 4.78 چسبندگی

 بحث و نتایج -4

پارامترهای آماری خطای بینی فشار منفذی از منظور پیششده در این تحقیق بههای استفادهی الگوریتممنظور بررسی و مقایسهبه

و انحراف  متوسط خطای نسبی مطلق، خطای میانگین مربع، ضریب تعیین، خطای میانگین مربع خطا ،نسبی، متوسط خطای نسبی

 (.26-20شده است )معادلات استفاده استاندارد

 (RE):  . خطای نسبی 

𝑅𝐸𝑖 =
𝑃𝑃(𝑀𝑒𝑎𝑠𝑢𝑟𝑒𝑑)−𝑃𝑃(𝑃𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑)

𝑃𝑃(𝑀𝑒𝑎𝑠𝑢𝑟𝑒𝑑)
𝑥 100                                                                (20) 

  :(AREمتوسط خطای نسبی  )

𝐴𝑅𝐸 =
∑ 𝑅𝐸𝑛

𝑖=1 𝑖

𝑛
                                                                                              (21) 

 (:AAREمطلق  )متوسط خطای نسبی 

𝐴𝐴𝑅𝐸 =
∑ |𝑅𝐸𝑖|𝑛

𝑖=1

𝑛
                                                                                          (22) 

 (:2Rضریب تعیین  )

𝑅2 = 1 −
∑ (𝑃𝑃𝑃𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑𝑖−𝑃𝑃𝑀𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝑖)2𝑁

𝑖=1

∑ (𝑃𝑃𝑃𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑𝑖−
∑ 𝑃𝑃𝑀𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝑖

𝑛
𝐼=1

𝑛
)2𝑁

𝑖=1

                                                                
(23) 

 :(MSEخطای میانگین مربع  )

𝑀𝑆𝐸 =
1

𝑛
∑ (𝑃𝑃𝑀𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝑖 − 𝑃𝑃𝑃𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑𝑖)

2𝑛
𝑖=1                                                             (24) 

 (: (RMSEخطای میانگین مربع خطا 

𝑅𝑀𝑆𝐸 = √𝑀𝑆𝐸                                                                                                   (25) 

                                                           
58 Repeat formation tester tool 
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 (:STDانحراف استاندارد  )

𝑆𝑇𝐷 = √
∑ (𝐷𝑖−𝐷𝑖𝑚𝑒𝑎𝑛)2𝑛

𝑖=1

𝑛−1
                                                                                 

 

𝐷𝑖𝑚𝑒𝑎𝑛 =
1

𝑛
∑ (𝑃𝑃𝑀𝑒𝑎𝑠𝑢𝑟𝑒𝑑𝑖 − 𝑃𝑃𝑃𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑𝑖)𝑛

𝑖=1                                                         (26) 

الگوریتم رگرسیون بردار پشتیبان، الگوریتم شبکه عصبی مصنوعی  و الگوریتم منظور توسعه چهار الگوریتم جنگل تصادفی، به

داده برای تست و  %15ها برای آموزش، از داده %20شده است که استفاده B#و  A#شده از چاه آوریی جمعداده 1293درخت تصمیم از 

  .شده استارائه 2ها در جدول به مقایسه الگوریتمها جهت اعتبارسنجی مورداستفاده قرارگرفته است. نتایج مربوط داده 15%

-شده از چاهآوریهای جمعها با استفاده از دادههای آموزشی، تستی، اعتبارسنجی و کل دادهبینی فشار منفذی برای داده: دقت عملکرد پیش9جدول 

 . B#و  A#های 

 ARE AARE STD MSE RMSE 2R هامدل پردازش

 - (Psi) (Psi) (Psi) (%) (%) واحدها واحدها

های مجموعه داده

 1325) %20آموزش: 

داده ست( از کل 

 هایداده

 2.058E+04 143.4727 0.8069 143.541 1.908 0.057- الگوریتم شبکه عصبی مصنوعی  

 1.772E+04 133.0981 0.8312 133.042 1.801 0.096- الگوریتم رگرسیون بردار پشتیبان

 1.027E+04 101.3535 0.8951 101.311 1.351 0.045 تصادفیالگوریتم جنگل 

 2.055E+02 14.3365 0.9980 14.336 0.191 0.002- الگوریتم درخت تصمیم

های تستی: مجموعه داده

داده ست( از  224) 15%

های کل داده

 شدهآوریجمع

 2.701E+04 164.3352 0.7167 164.232 2.870 0.115 الگوریتم شبکه عصبی مصنوعی  

 2.234E+04 149.4746 0.7747 149.232 2.634 0.161- الگوریتم رگرسیون بردار پشتیبان

 1.316E+04 114.7117 0.8482 114.449 1.974 0.153- الگوریتم جنگل تصادفی

 2.699E+02 16.4298 0.9982 16.428 0.282 0.007 الگوریتم درخت تصمیم

های اعتبار مجموعه داده

داده  224) %15سنجی: 

های ست( از کل داده

 شدهآوریجمع

 2.944E+04 171.5848 0.7535 171.530 3.058 0.086 الگوریتم شبکه عصبی مصنوعی  

 2.196E+04 148.1807 0.8016 148.133 2.647 0.082- الگوریتم رگرسیون بردار پشتیبان

 1.351E+04 116.2371 0.8921 116.222 2.037 0.047- الگوریتم جنگل تصادفی

 2.731E+02 16.5256 0.9954 16.271 0.293 0.060 الگوریتم درخت تصمیم

ها: مجموع کل داده

 ست داده 1293

 2.114E+04 145.3917 0.8359 145.611 2.039 0.041- الگوریتم شبکه عصبی مصنوعی  

 1.770E+04 133.0242 0.8585 132.973 1.886 0.068- الگوریتم رگرسیون بردار پشتیبان

 1.033E+04 101.6480 0.9102 101.657 1.420 0.032 الگوریتم جنگل تصادفی

 2.093E+02 14.4669 0.9985 14.470 0.202 0.001- الگوریتم درخت تصمیم

ها بسیار بالاتر گردد که دقت عملکرد الگوریتم درخت تصمیم از دیگر الگوریتممشخص می 2بر اساس نتایج حاصل در جدول 

های است. این عملکرد ناشی از ویژگی بارز الگوریتم درخت تصمیم در ارائه بهترین نتیجه بدون نیاز به دانش آماری و جدا کردن داده

 باشد. غیرضروری می

ها ارائه دهد استفاده از نمودارهای متقاطع و ی بسیار خوبی برای الگوریتمتواند مقایسهصورت بصری مییکی از نمودارهایی که به

شود میزان دقت عملکرد مشاهده می 2و همچنین نتایج جدول  6گونه که در شکل همچنن استفاده از ضریب تعیین هست. همان

 ت: صورت زیر اسبینی فشار منفذی، بههای هوش مصنوعی برای پیشالگوریتم

 الگوریتم شبکه عصبی مصنوعی   <الگوریتم رگرسیون بردار پشتیبان  <الگوریتم جنگل تصادفی  <الگوریتم درخت تصمیم 
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شده آوریهای جمعصورت مجزا برای کل دادهبینی فشار منفذی برای چهار الگوریتم هوش مصنوعی به( برای پیشcross plot: نمودار متقاطع )6شکل 

 داده ستB # (1983  .)و  # Aهای مربوط به چاه

گونه که در این شکل دهد. همانتکرار را برای چهار الگوریتم هوش مصنوعی نشان می 100به ازای  RMSEمقادیر  2شکل 

کم( و باهمان روال کاهشی تا  RMSE)مقدار  شود الگوریتم درخت تصمیم از ابتدا همگرا بوده و دقت عملکرد بالایی داشتهمشاهده می

رود. الگوریتم جنگل تصادفی، الگوریتم رگرسیون بردار پشتیبان و الگوریتم شبکه عصبی مصنوعی ابتدا دارای پیش می 100رسیدن به تکرار 

RMSE یابد. ها افزایش میسرعت این مقادیر همگرا شده و دقت عملکرد الگوریتمبینی کم( سپس بهبالا )دقت پیش 

 

 
 بینی فشار منفذی.منظور پیشدر مقابل تعداد تکرار برای چهار الگوریتم هوش مصنوعی به RMSE: مقایسه مقدار 7شکل 
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 های دیگر میدانبینی فشار منفذی برای چاهمنظور پیشبهالگوریتم درخت تصمیم تعمیم  -5

، از اطلاعات مربوط به  #Bو  #Aدیده با استفاده از اطلاعات مربوط به دو چاه  منظور تعمیم الگوریتم درخت تصمیم آموزشبه

دهد. بینی فشار منفذی نشان مینتایج مربوط به این الگوریتم را برای پیش 2و شکل  9گردد. جدول داده ست( استفاده می 934) C#چاه 

تواند داشته باشد های این میدان نیز میبینی فشار منفذی را برای دیگر چاهشده این الگوریتم قابلیت پیشرشبر اساس اطلاعات گزا

ها و همچنین به دست آوردن پارامترهای بینی فشار منفذی برای سایر میدانمنظور پیشتوانند از این الگوریتم بههمچنین محققان می

 استفاده نمایند. دیگر

 

( #Bو  #Aدیده شده با استفاده از اطلاعات مربوط به دو چاه  بینی فشار منفذی با استفاده از الگوریتم درخت تصمیم )آموزش: تعمیم پیش8جدول  

 داده ستC (834 .)#برای اطلاعات مربوط به چاه 

 ARE AARE STD MSE RMSE 2R هامدل

 - (Psi) (Psi) (Psi) (%) (%) واحدها

 2.944E+02 17.1573 0.9953 17.157 0.237 0.001- درخت تصمیمالگوریتم 

 
های مربوط به دو چاه دیده شده با استفاده از دادهبینی فشار منفذی برای الگوریتم درخت تصمیم )آموزشمنظور تعمیم پیش: نمودار متقاطع به9شکل 

A#  وB# برای اطلاعات مربوط به چاه )C#.  

 گیرینتیجه -6

بینی فشار منفذی، از چهار الگوریتم جدید هوش مصنوعی ازجمله الگوریتم جنگل تصادفی، الگوریتم منظور پیشاین مطالعه به

 2222های مورداستفاده، رگرسیون بردار پشتیبان، الگوریتم شبکه عصبی مصنوعی و الگوریتم درخت تصمیم بهره برده است که داده

باشد. پس از بررسی انتخاب ویژگی، ها نفتی جنوب غرب ایران میواقع در یکی از میدان C#و  A ، #B#ه ای مربوط به سه چامجموعه داده

باشد. پس از بررسی میRHOB و  LLS ، CGR،Vs ،Vp ، SGR ،NPHI ، PEF،ILDمتغیر  9شده شامل بهترین ترکیب اطلاعات استفاده

لکرد بسیار بالاتری از سه الگوریتم پیشنهادی دیگر دارد )دقت عملکرد برای نتایج مشخص گردید الگوریتم درخت تصمیم دارای دقت عم

های این الگوریتم، ارائه بهترین نتیجه بدون نیاز به دانش (. ازجمله مزیت (.RMSE=14.460psiو  0.99852R=ها شامل کل مجموعه داده

این  تاه و کاهش خطای نسبی با یافتن گره اصلی تصمیم گیر است.ها در زمان کوسازی دادههای غیرضروری، آمادهآماری، جدا کردن داده

های سری رگرسیون داشته باشد. درنهایت با تعمیم این الگوریتم ها سبب شده است که این الگوریتم جایگاهی خاص در بین الگوریتمقابلیت

 این میدان را نیز دارد.های دیگر ، مشخص گردید که این الگوریتم قابلیت استفاده برای چاه C#برای چاه 
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 هادر دسترس بودن داده

صورت عمومی و یا به مجله ارسال ها را بهتوانند آنهای مورداستفاده در مطالعه محرمانه هستند، نویسندگان نمیکه دادهازآنجایی

 یا به اشتراک بگذارند.
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